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Exposure to fine particulate matter (PM₂.₅) significantly impacts public 
health, particularly in regions where annual average levels of PM₂.₅ exceed 
the World Health Organization (WHO) guidelines. According to the 
literature, in Iran, elevated fine particulate matter levels contribute 
substantially to mortality among adults. The spatial coverage limitations and 
intermittent data gaps of ground PM₂.₅ monitoring stations pose challenges 
for effective air quality management. 
The products of remote sensing technologies, such as Aerosol Optical Depth 
(AOD) from the Moderate Resolution Imaging Spectroradiometer (MODIS) 
sensors, offer a promising alternative for fine particulate matter estimation. 
This study reviews previous research on using machine learning algorithms to 
predict PM₂.₅ ground concentrations based on AOD data. A structured 
analysis of 127 selected studies reveals varying correlations between AOD 
and PM₂.₅ (with the resultant coefficient of determination, R², between 
ground PM₂.₅ concentrations and AOD data ranging from 48 to 99%), 
influenced by auxiliary variables like meteorological conditions and 
environmental factors. 
Integrating these variables enhances prediction accuracy, though it may 
increase complexity and potential errors in machine learning models. The 
hybrid machine learning models demonstrate superior performance compared 
to individual algorithms, leveraging their adaptability, parallel processing 
capabilities, and ability to handle missing data. Despite advancements, 
challenges persist due to data uncertainty and meteorological dynamics. 
In conclusion, while machine learning offers robust tools for PM₂.₅ forecasting 
using AOD data, ongoing research is essential to address existing limitations 
and optimize model performance amidst environmental variability. 
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Extended Abstract 
Introduction 
Air pollution, an inevitable consequence of industrialization, climate change, and 
increased fossil fuel usage, has emerged as a critical environmental concern, especially 
in urban areas. Globally, air pollution is recognized as one of the leading environmental 
health risks, contributing significantly to premature mortality and morbidity, with Iran 
ranking particularly high in terms of annual deaths linked to air pollution. Recent data 
place air pollution as the eighth leading global risk factor for mortality and the seventh 
in Iran, underlining its severe public health implications. The health effects range from 
respiratory and cardiovascular diseases to heightened risks of cancer. Emerging 
evidence also highlights the psychological and cognitive effects of air pollution, linking 
it to anxiety, depression, reduced cognitive performance, and even increased criminal 
tendencies. 
Among air pollutants, fine particulate matter (PM₂.₅) is especially concerning due to its 
ability to penetrate deep into the respiratory system and bloodstream, causing 
widespread systemic harm. PM₂.₅ particles, with diameters of 2.5 microns or less, are 
associated with increased risks of heart attacks, strokes, and chronic lung diseases. In 
Iran, approximately 75,000 deaths annually are attributed to PM₂.₅ exposure. The 
average population-weighted PM₂.₅ concentration in the country stands at 48 μg/m³—
substantially higher than the World Health Organization’s recommended maximum of 
10 μg/m³. Such alarming figures underscore the critical need for effective air quality 
management strategies, including accurate and consistent monitoring of PM₂.₅ 
concentrations. 
Conventional ground-based air quality monitoring stations are valuable for tracking 
PM₂.₅ levels but are limited by their sparse spatial coverage, especially in smaller cities 
and rural regions. To complement ground-based monitoring, remote sensing 
technologies have gained prominence as a means of providing broader spatial coverage. 
Aerosol Optical Depth (AOD), derived from satellite observations, is a key parameter 
for assessing atmospheric aerosols and estimating PM₂.₅ concentrations. Sensors such as 
the Moderate Resolution Imaging Spectroradiometer (MODIS) have been instrumental 
in providing AOD data through retrieval algorithms like Dark Target (DT) and Deep 
Blue (DB). However, traditional approaches for converting AOD data into PM₂.₅ 
concentrations often fall short in accuracy and adaptability, necessitating the 
exploration of advanced methodologies like machine learning. 
The Preferred Reporting Items for Systematic Reviews and Meta-Analyses (PRISMA) 
method was employed in the present paper to evaluate relevant studies and summarize 
the findings of previous research. The main advantage of this method compared to 
others lies in its high accuracy in extracting information, reducing bias, and providing a 
comprehensive and well-documented perspective on previous research findings. This 
approach, particularly in studies based on quantitative data, yields stronger and more 
reliable results. The focus of the analysis was centered on three main axes: 

1. Identifying factors that significantly influence the establishment of a statistically 
meaningful correlation between AOD data obtained from satellite imagery and 
PM₂.₅ data derived from ground-based monitoring; 

2. Assessing the success rate of previous research in establishing such correlations 
using statistical indicators; and 

3. Examining the machine learning algorithms employed in these studies. 
 

Material and Methods 
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This study systematically reviews machine learning algorithms used for estimating 
PM₂.₅ concentrations based on AOD data, focusing on their performance, scalability, 
and adaptability across diverse environmental settings. The primary objectives are to 
identify the strengths and limitations of existing methodologies, highlight gaps in 
current research, and propose avenues for improvement. 

To ensure a comprehensive analysis, the study employed a systematic review and meta-
analytical approach based on the PRISMA guidelines. Reputable scientific databases, 
including PubMed, Google Scholar, and Science Direct, were queried using keywords 
(Fig. 1) such as "PM₂.₅ estimation," "Aerosol Optical Depth," and "machine learning." 
An initial pool of 977 documents was narrowed down to 127 highly relevant articles 
through a rigorous screening process (Fig. 2). Key extraction parameters included the 
correlation between AOD and PM₂.₅, machine learning models employed, and 
performance metrics such as R² values, root mean square error (RMSE), and mean 
absolute error (MAE). 

Results and Discussion 
 
Correlation between AOD and PM₂.₅ 
Numerous studies demonstrate a strong correlation between AOD values and ground-
level PM₂.₅ concentrations, although the strength of this relationship varies based on 
geographical, meteorological, and land-use factors (Fig. 3 and Table 1). Meteorological 
conditions such as temperature, relative humidity, and wind speed significantly 
influence the correlation by affecting aerosol properties and atmospheric dispersion. 
Additionally, land-use characteristics—such as urban density, vegetation cover, and 
proximity to industrial zones—modulate local PM₂.₅ levels. 

Incorporating these auxiliary variables (see Fig. 4) into predictive models has proven 
effective in enhancing the accuracy of PM₂.₅ estimations. For example, regression 
models integrating meteorological and traffic data achieved significantly improved 
performance compared to models relying solely on AOD data. However, the inclusion 
of too many auxiliary variables can lead to overfitting, reducing the model's 
generalizability. Balancing model complexity with predictive accuracy remains a key 
challenge in this domain. 

Machine Learning Algorithms for PM₂.₅ Estimation 

Machine learning (ML) methods have revolutionized the estimation of PM₂.₅ 
concentrations from AOD data by effectively capturing the complex, non-linear 
relationships between variables. Among these, ensemble learning models such as 
Random Forest (RF) and XGBoost have consistently outperformed traditional linear 
regression models due to their ability to handle high-dimensional data and mitigate 
biases. Deep learning techniques, including Convolutional Neural Networks (CNNs) 
and Long Short-Term Memory (LSTM) networks, have also shown promise, 
particularly in time-series predictions of PM₂.₅ levels. Studies comparing ML 
algorithms highlight the superior performance of ensemble models, especially when 
combined with feature selection techniques to reduce input data redundancy. For 
instance, hybrid approaches that integrate RF and XGBoost have achieved R² values 
exceeding 0.9 in several case studies, indicating exceptional predictive power. 
Furthermore, the use of advanced optimization techniques, such as Bayesian 
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optimization, has enhanced the performance of these models by fine-tuning 
hyperparameters. 

Limitations and Challenges 

Despite the advancements in ML-based PM₂.₅ estimation, several challenges persist. 
The accuracy of these models is highly dependent on the quality of input data, which 
can be compromised by factors such as cloud cover, sensor limitations, and temporal 
mismatches between satellite observations and ground measurements. Additionally, the 
variability in meteorological conditions introduces uncertainties that are difficult to 
account for, particularly in regions with complex topography. Another limitation is the 
reliance on high-resolution satellite imagery, which is often expensive and not readily 
available for all regions. Addressing these challenges requires integrating data from 
multiple sources, including ground-based sensors, satellite datasets, and meteorological 
models. The development of robust data fusion techniques is essential for improving the 
scalability and reliability of PM₂.₅ estimation models. 

Potential Applications and Future Directions 

Future research should focus on developing hybrid algorithms that combine the 
strengths of multiple ML techniques, such as deep learning and ensemble learning. 
These algorithms should be capable of handling diverse datasets, enhancing temporal 
and spatial resolution, and addressing data uncertainty. Additionally, integrating long-
term climate change scenarios into these models could provide more comprehensive 
insights into the dynamics of air pollution. 

Conclusion 
This study underscores the utility of AOD as a proxy for estimating PM₂.₅ 
concentrations and highlights the transformative potential of machine learning in 
enhancing the accuracy and scalability of air quality monitoring (please refer to Figs. 5 
and 6). Ensemble learning models, particularly hybrid approaches, offer significant 
advantages in capturing the complex interactions between AOD and PM₂.₅. However, 
addressing challenges related to data quality, meteorological variability, and scalability 
is crucial for realizing the full potential of these methods. 

 



 

 

 

ّای عوق ًَری آئرٍسل برگرفتِ از هاَّارُ با  فراکاٍی ٍ هرٍر سیستواتیک ادغام دادُ

 (PM2.5یادگیری هاضیي در برآٍرد غلظت ررات هعلق ریس )
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 هٌْذسی، داًطگاُ ارٍهیِ، ارٍهیِ، ایراى گرٍُ هٌْذسی عوراى، داًطکذُ فٌی 1ٍ

 چکیذُ اطلاعات هقالِ

 تاریخچِ هقالِ

 23/4/1403تبسیخ دسیبفت: 

 11/9/1403 تبسیخ ثبصٍ٘شی:

 5/10/1403تبسیخ پزیشؽ: 

( آلایٙذٜ ٞٛا، ثٝ ٚیظٜ دس ٔٙبعمی وٝ ٔیبٍ٘یٗ PM2.5لشاس ٌشفتٗ دس ٔقشم رسات سیض )
ٞبی ػبصٔبٖ ثٟذاؿت خٟب٘ی فشاتش اػت، ثٝ عٛس لبثُ تٛخٟی ثش  ػبلا٘ٝ آٖ اص دػتٛساِقُٕ
، ثٝ ٔیضاٖ لبثُ PM2.5ٌزاسد. دس ایشاٖ، افضایؾ ػغح ٔٛاخٟٝ ثب  ػلأت فٕٛٔی تأثیش ٔی
ٞبی پٛؿؾ ٔىب٘ی  ٔحذٚدیتٔیبٖ ثضسٌؼبلاٖ ٘مؾ داؿتٝ اػت.  تٛخٟی ثش ٔشي ٚ ٔیش دس

ٞبیی سا دس ٔذیشیت ٔؤثش  ٞبی پبیؾ صٔیٙی، چبِؾ ٞبی ایؼتٍبٜ ٚ ؿىبف ٔمغقی دادٜ
ٞبی ػٙدؾ اص دٚس، ٔب٘ٙذ  ویفیت ٞٛا ایدبد ٕ٘ٛدٜ اػت. ٔحلٛلات فٙبٚسی

ای  ، خبیٍضیٗ أیذٚاسوٙٙذMODISٜ( ثشٌشفتٝ اص حؼٍشٞبی AODآئشٚػُ ) ٘ٛسی فٕك
سٚ٘ذ. دس ٔمبِٝ حبضش، تحمیمبت پیـیٗ دسصٔیٙٝ اػتفبدٜ اص  س ٔیثٝ ؿٕب PM2.5دس ثشآٚسد 

، ٔشٚس AODٞبی  ثش اػبع دادٜ PM2.5ٞبی یبدٌیشی ٔبؿیٗ دس ثشآٚسد غّؾت  اٍِٛسیتٓ
ٞبی ٔتفبٚتی سا  ٔغبِقٝ ا٘تخبة ؿذٜ، ٕٞجؼتٍی 127اػت. تدضیٝ ٚ تحّیُ ػبختبسی  ؿذٜ
R٘ـبٖ داد ) AOD  ٚPM2.5ثیٗ 

ٌیشی اص  تٛا٘ذ ثب ثٟشٜ %(، وٝ ٔی99تب  48دس ٔحذٚدٜ  2
ٔتغیشٞبی وٕىی ٘ؾیش ؿشایظ ٞٛاؿٙبػی ٚ فٛأُ ٔحیغی، ثٟجٛد یبثذ. اٌشچٝ ادغبْ ایٗ 

دٞذ، ِٚی دس فیٗ حبَ، پیچیذٌی ٚ خغبٞبی ثبِمٜٛ سا  ٔتغیشٞب، دلت ثشآٚسد سا افضایؾ ٔی
تشویجی  ٞبی یبدٌیشی ٔبؿیٗ ٔبؿیٗ افضایؾ خٛاٞذ داد. ٔذَ ٞبی یبدٌیشی دس ٔذَ

دٞٙذ، چشاوٝ لبثّیت ا٘غجبق،  ٞبی فشدی ٘ـبٖ ٔی فّٕىشد ثٟتشی سا دس ٔمبیؼٝ ثب اٍِٛسیتٓ
ٞبی اخیش، ٞٙٛص  سغٓ پیـشفت ٞبی اصدػت سفتٝ سا داس٘ذ. فّی پشداصؽ ٔٛاصی ٚ ٔذیشیت دادٜ

ٞبی ٞٛاؿٙبػی، ثبلی  ٞب ٚ دیٙبٔیه ثٛدٖ پذیذٜ ٞبیی ثٝ دِیُ فذْ لغقیت دادٜ چبِؾ
ثش اػبع  PM2.5ٞبی یبدٌیشی ٔبؿیٗ، اٌشچٝ اثضاسی لٛی دس ثشآٚسد  ذ. اٍِٛسیتٓا٘ ٔب٘ذٜ

ٞب ٚ  دٞذ، ِیىٗ تحمیمبت آتی دس ساػتبی سفـ ٔحذٚدیت اسائٝ ٔی AODؿبخق 
 ػبصی فّٕىشد ٔذَ ٔتٙبػت ثب تغییشات ٔحیغی، ضشٚسی اػت. ثٟیٙٝ
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 قذهِه

أشٚصٜ ثحث آِٛدٌی ٞٛا ثٝ فٙٛاٖ پیبٔذی اص تٛػقٝ فشآیٙذٞبی كٙقتی، تغییشات الّیٕی ٚ افضایؾ اػتفبدٜ 

ٔحیغی خلٛكبً دس ؿٟشٞبی ثضسي تجذیُ ؿذٜ  صیؼتٞبی فؼیّی، ثٝ یىی اص ٔقضلات خذی  اص ػٛخت

 ;Abbas, Ekowati, Suhariadi & Fenitra, 2023Bono ; Bai, Wang, Ma & Lu, 2018)اػت

; Jia, Li, Chen & Yang, 2023; Iyiola, Yarkwan & Richard, 2023Izah, ; et al., 2015

 Barakani, 2021-Lu, Li, Li & Al; West et al., 2016)ٍٝ٘ٛای وٝ دس ػغح خٟب٘ی، ثٝ فٙٛاٖ  . ث

ایشاٖ ثٝ فٙٛاٖ ٞفتٕیٗ فبُٔ خغش ثب ثبلاتشیٗ تقذاد ٔشي ٚ ٔیش ػبلا٘ٝ، ٞـتٕیٗ فبُٔ خغش ٚ دس وـٛس 

سیضی ٚ اخشای الذأبت  (. عشحInstitute for Environmental Research, 2019ؿٛد ) ؿٙبختٝ ٔی

ٔخبعشٜ افتبدٖ ػلأتی افشاد دس ٔقشم )ثٝ فٙٛاٖ ٘یشٚی ٌیشی اص ثٝ  حفبؽتی ویفیت ٞٛای آصاد، ثب پیؾ

ٚسی فشدی  ٔحشوٝ تٛػقٝ كٙقتی( ٚ دس ٘تیدٝ وبٞؾ غیجت افشاد دس ٔحیظ وبسی ٚ خٌّٛیشی اص وبٞؾ ثٟشٜ

ؿٙبختی، آِٛدٌی ٞٛا یىی اص  وبسوٙبٖ، ٔٙدش ثٝ سؿذ ٚ ؿىٛفبیی التلبدی خٛأـ خٛاٞذ ؿذ. اص دیذٌبٜ سٚاٖ

ضغشاة دس ساثغٝ ثب ػلأتی ٚ آیٙذٜ، وبٞؾ ؿبدوبٔی، افضایؾ افؼشدٌی ٚ ثشٚص اختلالات دلایُ اكّی ایدبد ا

تٛا٘ذ فّٕىشد  ثبؿذ. دس فیٗ حبَ، ثٝ ِحبػ ؿٙبختی، آِٛدٌی ٞٛا ٔی سٚا٘ی ٕٞچٖٛ اػىیضٚفش٘ی ٚ اٚتیؼٓ ٔی

سٞبی ٔدشٔب٘ٝ ٚ غیش ٌیشی افشاد سا تحت تأثیش لشاس دادٜ ٚ اص ٘مغٝ ٘ؾش اختٕبفی، ٔٙدش ثٝ تـذیذ سفتب تلٕیٓ

(. ثٝ ثیبٖ دیٍش، آِٛدٌی ٞٛا ٘ٝ تٟٙب ػلأت افشاد، ثّىٝ ػلأت خبٔقٝ سا ٘یض ثٝ Lu, 2020)داخلالی ٌشد

 ا٘ذاصد. ٔخبعشٜ ٔی



 قٌبرزادُ لکٍ  اصفْاًیطاّریاى 
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ٞبی ٞٛا )لبثُ ؿٙبػبیی دس ٞٛای آصاد یب دس ٌبص خشٚخی اص ٔٙبثـ ػبوٗ ٚ ٔتحشن(  ثٙذی آلایٙذٜ دػتٝ

پزیشی، خلٛكیبت پشاوٙؾ  ٞبی ٚاوٙؾ ٞب، ٚیظٌی ٞبی ٔختّفی ٕٞچٖٛ تشویت ؿیٕیبیی ٌٛ٘ٝ ع دیذٌبٜثشاػب

ٞبی وٛتبٜ یب عٛلا٘ی ٚ اثشات تذسیدی ثش ػلأتی ا٘ؼبٖ  دس ٞٛا، پبیذاسی دس ٔحیظ، تٛا٘بیی ا٘تمبَ دس ٔؼبفت

ٞبی ٞٛا سا  ت ٔـبثٝ، آلایٙذٜؿٛد. ثب ایٗ ٚخٛد ٚ ثب دس ٘ؾش ٌشفتٗ ثشخی خلٛكیب ٚ/یب حیٛا٘بت، ا٘دبْ ٔی

ٞبی ٌبصی )ٔب٘ٙذ دی اوؼیذ ٌٌٛشد، ٔٙٛوؼیذ وشثٗ، اوؼیذٞبی  ( آلایٙذ1ٜتٛاٖ دس چٟبس عجمٝ وّی ) ٔی

( فّضات 3؛ )2ٞب( ٞب ٚ فیٛسٖ اوؼیٗ )ٕٞچٖٛ دای 1ٞبی آِی دیشپب ( آلایٙذ2ٜ٘یتشٚطٖ، اُصُٖ ٚ تشویجبت آِی فشاس(؛ )

PM2.5( رسات خبٔذ ٔقّك )وٝ دس ادثیبت فٙی دس دٚ دػتٝ وّی 4ػٍٙیٗ )٘ؾیش ػشة ٚ خیٜٛ(؛ ٚ )
3  ٚPM10

4 

ٞبی ٔقیبس  (. دس ایٗ ثیٗ، آلایٙذKampa & Castanas, 2008ٜ)ثٙذی ٕ٘ٛد ؿٛ٘ذ(؛ دػتٝ ثٙذی ٔیٝ عجم

د ؿٟشی ٔتذاَٚ ثٛدٜ ٚ ثب٘یبً ؿٛ٘ذ وٝ اٚلاً حضٛس آٟ٘ب دس ٞٛای آصا ویفیت ٞٛای آصاد، تشویجبتی سا ؿبُٔ ٔی

ػغٛح لبثُ لجِٛی اص لشاس ٌشفتٗ دس ٔقشم آٟ٘ب تٛػظ اػتب٘ذاسدٞبی ویفیت ٞٛای آصاد، تقییٗ ؿذٜ اػت. 

ٞب ؿبُٔ اُصُٖ،  صیؼت ایبلات ٔتحذٜ أشیىب، ایٗ آلایٙذٜ ثشاػبع اػتب٘ذاسدٞبی ػبصٔبٖ حفبؽت اص ٔحیظ

 (.U.S. EPA, 2024)ثبؿٙذ ذ ٘یتشٚطٖ ٚ رسات ٔقّك، ٔییاوؼ اوؼیذ ٌٌٛشد، دی ٔٙٛوؼیذ وشثٗ، ػشة، دی

ٞبی ٟٔٓ ویفیت ٞٛای آصاد  ( ، اص آلایٙذPM2.5ٜ) μm 5/2رسات ٔقّك ثب لغش آئشٚدیٙبٔیىی ٔؼبٚی یب وٕتش اص 

اص  PM2.5اػتٙـبق  ٌشد٘ذ ٚ لبدس٘ذ اص عشیك دػتٍبٜ تٙفؼی ا٘ؼبٖ، ٚاسد خشیبٖ خٖٛ ؿٛ٘ذ. اثشات ٔحؼٛة ٔی

ٞبی  فشٚلی ٚ ٕٞچٙیٗ افضایؾ خغش ٔجتلا ؿذٖ ثٝ ثیٕبسی-ٞبی لّجی تشیٗ حبلات آِشطی تب ثیٕبسی ػبدٜ

 ;Bell, Dominici, Ebisu, Zeger & Samet, 2007; Chen et al., 2021)ػشعب٘ی، ٔتغیش اػت

Li, Yu, Huang, Sun & Jia, ; Feng, Li, Wang & Du, 2020; Chudnovsky et al., 2013

; Nabavi, Haimberger & Abbasi, 2019 ;Moryani, Kong, Du & Bao, 2020; 2023

Pope III & Dockery, ; Perrone et al., 2013 ;Osimobi, Yorkor & Nwankwo, 2019

Yan, ; Xue et al., 2022; 2017 Xiao et al.,; Awan & Idris, 2017 Saeed, Hussain,; 2006

Institute for Environmental  ;  Kelly & Fussell, 2012; Zang, Luo, Jiang & Li, 2020

.) He & Huang, 2018; Research, 2019  

ٞضاس( ثٝ دِیُ  86تب  62ٞضاس ٔشي ٚ ٔیش )ثیٗ  75ٔغبِقبت اخیش ٘ـبٖ داد٘ذ وٝ دس ایشاٖ، ػبلا٘ٝ حذٚد 

دسكذ اص وُ ٔشي ٚ  24اػت )یقٙی چیضی حذٚد  PM2.5د دس ٔقشم رسات ٔقّك ٔحیغی لشاس ٌشفتٗ افشا

خٕقیتی ػبلا٘ٝ، دس ایشاٖ غّؾت آلایٙذٜ -ػبَ دس ایشاٖ(. ثش اػبع ٔیبٍ٘یٗ ٚص٘ی 25ٔیش ػبلا٘ٝ افشاد ثبلای 

PM2.5 ثبؿٙذ(، حذٚد  دس ٞٛای آصاد )وٝ افشاد دس ٔقشم آٖ ٔیμg m
ؿٛد وٝ ٘ؼجت ثٝ  ثشآٚسد ٔی 48 3-

μg mٔیبٍ٘یٗ خٟب٘ی آٖ )یقٙی 
ثشاثش ثیـتش  8/4( وٕی پبییٗ اػت؛ أب ثب ایٗ ٚخٛد، ٕٞچٙبٖ لشیت ثٝ 51 3-

μg mیقٙی  5(WHOاص ػغح تٛكیٝ ؿذٜ تٛػظ ػبصٔبٖ ثٟذاؿت خٟب٘ی )
ٚ تمشیجبً چٟبس ثشاثش ثیـتش اص  10 3-

(. ثٙبثشایٗ ضشٚسی اػت وٝ Institute for Environmental Research, 2019اػتب٘ذاسد ّٔی اػت )

                                                           
1 Persistent organic pollutants 

2 Dioxins and Furans 

3 Particulate Matter less than 2.5 micrometers in aerodynamic diameter (PM2.5) 

4 Particulate Matter less than 10 micrometers in aerodynamic diameter (PM10) 

5 World Health Organization (WHO) 
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 ,Xu, Chen)آٖ، ٔشالجت ؿٛد ٌیشی ٚ دس خلٛف وٙتشَ غّؾت ٔیضاٖ ایٗ رسات ثٝ عٛس ٔؼتٕش ا٘ذاصٜ

Yang, Tang & Dong, 2021.) 

ٞبی صٔیٙی  دس ٞٛای آصاد ؿٟشی تٛػظ ایؼتٍبٜ PM2.5ػبفتی ٚ سٚصا٘ٝ غّؾت رسات ٔقّك  ٌیشی ا٘ذاصٜ

ثیٙی ؿشایظ آتی آٖ، اص إٞیت لبثُ تٛخٟی ثشخٛسداس اػت. ثب ایٗ حبَ، پٛؿؾ  پبیؾ ویفیت ٞٛا ٚ پیؾ

دی ٞبی پبیؾ صٔیٙی ٔحذٚد ثٛدٜ ٚ دس ٔٛالقی اص ػبَ، ٕٔىٗ اػت ثذِیُ ٘یبص ثٝ ٚاػٙ ٔىب٘ی ایؼتٍبٜ

ٞبی صٔیٙی پبیؾ ویفیت  تدٟیضات یب ٔؼبئُ ٍٟ٘ذاسی، اص ٔذاس خبسج ؿٛ٘ذ. فلاٜٚ ثش آٖ، تقذاد ا٘ذن ایؼتٍبٜ

ٞٛای ٘لت ؿذٜ دس ؿٟشٞبی وٛچه، أىبٖ پبػخٍٛیی ٔٙبػت لجُ اص ٚلٛؿ سخذاد آِٛدٌی ٞٛا سا تب حذ 

ٞبی ػٙدؾ اص دٚس  اص تىِٙٛٛطی ٌیشی ٞبیی دس ساػتبی ثٟشٜ صیبدی ٔحذٚد ٕ٘ٛدٜ اػت. دس ػبِیبٖ اخیش تلاؽ

تش فضبیی ٚ صٔب٘ی اص غّؾت  تٛاٖ پٛؿؾ ٌؼتشدٜ ثٝ فٙٛاٖ اثضاسی خبیٍضیٗ، كٛست ٌشفتٝ ٚ ثذیٗ تشتیت ٔی

 Hu, Liebens؛ Chudnovsky et al., 2013)الذأبت پیـٍیشا٘ٝ دس دػتشع داؿتٞبی ٞٛا خٟت  آلایٙذٜ

& Rao, 2011.) 

ٞبی ػٙدؾ اص  دس ٞٛای آصاد ثشاػبع تىِٙٛٛطی PMٞبی  یىی اص پبسأتشٞبی اكّی ثشآٚسد غّؾت آلایٙذٜ

آیذ ٚ دس ٔغبِقبت پیـیٗ ثٝ  ای ثذػت ٔی اػت وٝ اص عشیك تلبٚیش ٔبٞٛاسٜ 1(AODدٚس، فٕك ٘ٛسی آئشٚػُ )

(.  ,2018bLi, Ma, Xu & Song؛ Meng et al., 2016)ثشداسی ؿذٜ اػت ثٟشٜای اص آٖ  دٜعٛس ٌؼتش

ٔقیبس ٔٙبػجی دس ثشآٚسد ٔیضاٖ رسات ٔقّك ٔٛخٛد دس خٛ اػت وٝ ثش اػبع ٘ؼجت أٛاج  AODؿبخق 

ؿذٜ، ٔحبػجٝ  بُٔ ثب رسات( ٚ عَٛ ٔؼیش عیؿذٜ تٛػظ اتٕؼفش )ثٝ فّت تق خٛسؿیذی ٚاسد ؿذٜ ٚ خزة

ٞبی تِٛیذی تٛػظ ػٙدٙذٜ  ثغٛس ٔقَٕٛ دس یه ػتٖٛ فٕٛدی اص ٞٛا تقییٗ ؿذٜ ٚ دادٜ AODٌشدد.  ٔی

MODIS
 & Taheri Shahraiyni)اػت ٛس ٔٛسد اػتفبدٜ لشاس ٌشفتٝ ای، ثذیٗ ٔٙؾ ثٝ عٛس ٌؼتشدٜ 2

Sodoudi, 2016؛ Mao, Qiu, Kusano & Xu, 2012( ٜاٍِٛسیتٓ اٞذاف تیش .)DT)3  اٍِٛسیتٓ آثی ٚ

ٞبی آئشٚػُ اص ٔحلَٛ تلحیح اتٕؼفشی ػٙدٙذٜ  ، دٚ اٍِٛسیتٓ ٔتذاَٚ دس ثبصیبثی ٚیظٌی4(DBفٕیك )

MODIS سٚ٘ذ ثٝ ؿٕبس ٔی(2019Nabavi et al., .) 

اص ایٗ ٔفْٟٛ  DTٔقشفی ؿذ.  ( Kaufman et al., 1997وبفٕٗ ٚ ٕٞىبساٖ) تٛػظ DTاٍِٛسیتٓ 

ٞب،  ٞب ٚ ػغح الیب٘ٛع تش صٔیٗ ٔب٘ٙذ خٍُٙ فیضیىی اِٟبْ ٌشفتٝ اػت وٝ رسات ٔقّك دس ٞٛا اص ػغٛح تبسیه

سیتٓ دس ؿٙبػبیی رسات ٔقّك خلٛكبً دس ٔٙبعك ؿٟشی ٚ ثیبثب٘ی تش ٞؼتٙذ. ثٝ دِیُ ٔحذٚدیت ایٗ اٍِٛ سٚؿٗ

ثبؿٙذ، ثبصیبثی دلیك رسات ٔقّك، یه چبِؾ ثضسي ثٛدٜ اػت. ٕٞیٗ ٔٛضٛؿ ػجت  وٝ داسای ػغٛح سٚؿٗ ٔی

ثش سٚی  سا DB، اٍِٛسیتٓ دیٍشی ثٝ ٘بْ ( ,2004Hsu, Tsay, King & Hermanٞؼٛ ٚ ٕٞىبساٖ ) ؿذ تب

ػبصی وٙٙذ. دس اٍِٛسیتٓ اخیش اص ثب٘ذ عَٛ  ویّٛٔتشی پیبدٜ 10پزیشی  ثب تفىیه MODISای  تلبٚیش ٔبٞٛاسٜ

                                                           
1 Aerosol Optical Depth (AOD) 

2 Moderate Resolution Imaging Spectroradiometer (MODIS) 

3 Dark Target (DT) 

4 Deep Blue (DB) 
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تش  ٞب اص ٞش ٘ٛؿ ػغح صٔیٙی، سٚؿٗ ٘ب٘ٛٔتش اػتفبدٜ ؿذ وٝ آثی فٕیك ٘بْ داسد ٚ دس آٖ آئشٚػُ 412ٔٛخی 

 (.9Nabavi et al., 201ٞؼتٙذ )

ٞبی ٔختّف یبدٌیشی ٔبؿیٗ ثىبس سفتٝ دس ثشآٚسد  ٞذف اكّی دس ٔمبِٝ ٔشٚسی حبضش، ثشسػی اٍِٛسیتٓ

ٞبی صٔیٙی اػت. ثب  ٚ ٔیضاٖ تغبثك آٟ٘ب ثب ٘تبیح پبیؾ AODٞبی  غّؾت رسات ٔقّك سیض ثب اػتفبدٜ اص دادٜ

فّْٛ ٚ ثب فٙبیت ثٝ ایٗ ٔٛضٛؿ وٝ  ٞبی یبدٌیشی ٔبؿیٗ دس ایٗ ؿبخٝ اص تٛخٝ ثٝ ٘ٛپب ثٛدٖ وبسثشد اٍِٛسیتٓ

تبوٖٙٛ ٔٛسد اػتفبدٜ لشاس ٌشفتٝ ا٘ذ،  AODٞبی  اص دادٜ PM2.5ٞبی ػٙتی ٘یض دس ثشآٚسد غّؾت  ثشخی سٚؽ

تش ا٘تخبة ؿذ ٚ ٔمبلات ٚ ٔؼتٙذاتی وٝ ثٝ ثشسػی ٕٞجؼتٍی ٔب  دأٙٝ ٔغبِقٝ ٔشٚسی حبضش لذسی ٌؼتشدٜ

ٌیشی اص یبدٌیشی ٔبؿیٗ پشداختٝ ثٛد٘ذ، ٔٛسد  ثب یب ثذٖٚ ثٟشٜ AODٞبی  صٔیٙی ٚ دادٜ PM2.5ثیٗ غّؾت 

 تٛخٝ لشاس ٌشفتٙذ.

ٞبی ٔختّفی خٟت ٌشدآٚسی ٚ تحّیُ اعلافبت ٚخٛد داسد. ٔشٚس  لاصْ ثزوش اػت دس ٔغبِقبت ٔشٚسی، سٚؽ

ؿٙبػی ٔـخق اػت؛ ایٗ سٚؽ  پشداصد ٚ ٔقٕٛلاً فبلذ ػبختبس دلیك ٚ سٚؽ ثٝ ٔشٚس وّی ٔغبِقبت ٔی 1ػٙتی

ثب اػتفبدٜ  2ثیـتش ثشای ٔغبِقبت ٔمذٔبتی ٔٙبػت ثٛدٜ ٚ ٕٔىٗ اػت ؿبُٔ ػٌٛیشی ؿٛد. ٔشٚس ػیؼتٕبتیه

َ پظٚٞـی خبف اص سٚیىشدی ػبختبسیبفتٝ ٚ ٔٙؾٓ، ثٝ ؿٙبػبیی ٚ اسصیبثی ٔغبِقبت ٔشتجظ ثب یه ػؤا

ٞبی  ٘یض ثشای ؿٙبػبیی ؿىبف 3ای تش ٚ خبٔـ، عشاحی ؿذٜ اػت. ٔشٚس دأٙٝ پشداصد ٚ ثشای اسائٝ ٘تبیح دلیك ٔی

سٚد، أب ثشخلاف ٔشٚس ػیؼتٕبتیه، ثش ویفیت  ٞب ثٝ وبس ٔی تحمیمبتی ٚ اسصیبثی ٌؼتشدٌی ٔٛضٛفی پظٚٞؾ

ٞبی آٔبسی  یب فشاوبٚی یه سٚؽ وٕی اػت وٝ دادٜ 4یضآ٘بِ-ٔغبِقبت تأویذ وٕتشی داسد. فلاٜٚ ثش ایٗ، ٔتب

 دٞذ. ٔغبِقبت ٔختّف سا تشویت وشدٜ ٚ ٘تبیح خبٔـ ٚ لبثُ افتٕبدی اسائٝ ٔی

ٌیشی  ثٟشٜ 5(PRISMAثذیٗ ٔٙؾٛس ٚ دس ٔغبِقٝ ٔشٚسی حبضش، اص سٚؽ ٔشٚس ػبختبسیبفتٝ ٚ فشاوبٚی )

أىبٖ ؿٙبػبیی ٚ اسصیبثی ٔغبِقبت ٔشتجظ سا فشاٞٓ  ٌشدیذ. ایٗ سٚیىشد ثٝ دِیُ ػبختبس دلیك ٚ ٔٙؾٓ خٛد،

ٕ٘بیذ. ٔضیت  ػبصی ٔی ٞبی آٔبسی، ٘تبیح ٔغبِقبت پیـیٗ سا تحّیُ ٚ خلاكٝ ٌیشی اص تىٙیه وٙذ ٚ ثب ثٟشٜ ٔی

ٞبی دیٍش، دلت ثبلا دس اػتخشاج اعلافبت، وبٞؾ ػٌٛیشی ٚ اسائٝ یه دیذٌبٜ  اكّی ایٗ سٚؽ ٘ؼجت ثٝ سٚؽ

ٞبی  ٞبی ٔجتٙی ثش دادٜ ٞبی پیـیٗ اػت. ایٗ تشویت، ثٝ ٚیظٜ دس پظٚٞؾ ٞبی پظٚٞؾ یبفتٝ خبٔـ ٚ ٔؼتٙذ اص

آٚسد. وبٖ٘ٛ تٛخٝ دس اػتخشاج ٘تبیح اص ٔمبلات ٚ ٔؼتٙذات ثش  تش ٚ لبثُ افتٕبدتش فشاٞٓ ٔی وٕی، ٘تبیدی لٛی

، وٝ اص AODٞبی  ثیٗ دادٜداس اص ٘مغٝ ٘ؾش آٔبسی  ( تقییٗ فٛأُ ٔؤثش ثش ایدبد ٕٞجؼتٍی ٔقٙی1ػٝ ٔحٛس )

( ٔیضاٖ ٔٛفمیت 2حبكُ اص پبیؾ صٔیٙی؛ ) PM2.5ٞبی  آیذ ٚ دادٜ ای ثذػت ٔی عشیك تلبٚیش ٔبٞٛاسٜ

ٞبی یبدٌیشی  ( اٍِٛسیت3ٓٞبی آٔبسی؛ ٚ ٟ٘بیتبً ) تحمیمبت پیـیٗ دس ایدبد ٕٞجؼتٍی فٛق ثشاػبع ؿبخق

 ٔبؿیٗ ثىبس سفتٝ؛ ٔتٕشوض ثٛدٜ اػت.

                                                           
1 Traditional Review 

2 Systematic Review 

3 Scoping Review 

4 Meta-Analysis 

5 Preferred Reporting Items for Systematic Reviews and Meta-Analyses (PRISMA) 
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 تحقیق   رٍش

ٌیشی اص آٟ٘ب لبدس  ت ٔجتٙی ثش سٚؽ ٔشٚس ػبختبسیبفتٝ ٚ فشاوبٚی، اص ایٗ خٟت وٝ ٔتخللبٖ ثب ثٟشٜٔمبلا

سٚص ثبؿٙذ، داسای إٞیت لبثُ تٛخٟی اػت. اػبع وبس دس ایٗ سٚؽ،  خٛاٞٙذ ثٛد تب دس صٔیٙٝ تخللی خٛد ثٝ

ػبختبس یبفتٝ ٚ كشیح دس  ٞبی ای ٔـخق ٚ ٔقیٗ ثٛدٜ ٚ ثذیٗ ٔٙؾٛس اص اٍِٛسیتٓ ثشسػی ػؤاَ یب ٔؼأِٝ

ٕ٘بیذ. دس ٟ٘بیت، ثب ٌشدآٚسی ٚ تدضیٝ ٚ  ؿٙبػبیی، ا٘تخبة ٚ اسصیبثی ٔٙلفب٘ٝ ٔغبِقبت ٔشتجظ اػتفبدٜ ٔی

ٞبی پیـیٗ حبكُ ؿذٜ  ای اص پیـشفت تحّیُ ٘تبیح ٔغبِقبت پیـیٗ عی خذاَٚ ٚ اؿىبَ )فشاوبٚی(، خلاكٝ

ٞبی آٔبسی ثٝ  ذ ؿذ. ثٝ ثیبٖ دیٍش، فشاوبٚی ثب اػتفبدٜ تىٙیهدس ؿبخٝ ٔٛسد تحمیك، ثٝ خٛا٘ٙذٌبٖ اسائٝ خٛاٞ

 Moher, Liberati, Tetzlaff, Altmanپشداصد ) ػبصی ٘تبیح ٔغبِقبت پیـیٗ ٔی تدضیٝ ٚ تحّیُ ٚ خلاكٝ

& PRISMA Group, 2009.)  دس ایٗ ٔغبِقٝ، اص سٚیىشدPRISMA ا٘تخبة  ثشای ؿٙبػبیی، غشثبٍِشی ٚ

ٞبی  ٔمبلات ٔشتجظ اػتفبدٜ ؿذٜ اػت. ثشای خؼتدٛی ٔغبِقبت پیـیٗ، ٔؼتٙذات ٔٙتـش ؿذٜ دس پبیٍبٜ

ٔٛسد ثشسػی لشاس ٌشفت. خؼتدٛی ٔذاسن ثب  PubMed ،Google Scholar  ٚScience Directاعلافبتی 

ای وٝ ٌشٜٚ اَٚ ؿبُٔ وّیذ  ٌیشی ٌشدیذ. ثٍٛ٘ٝ تشویت دٚ ٌشٜٚ اص وّٕبت وّیذی ٔشتجظ ثب ٔٛضٛؿ، پی

ٞبی ٔشثٛط ثٝ یبدٌیشی ٔبؿیٗ ٚ  ٞبی تٛكیف وٙٙذٜ ثشآٚسد آِٛدٌی ٞٛا ثٛدٜ ٚ ٌشٜٚ دْٚ، وّیذ ٚاطٜ ٚاطٜ

ٞبی اٍّ٘یؼی ٚ ثب تشویت احتٕبِی  تدٛی ٔذاسن ثب اػتفبدٜ اص وّیذ ٚاطٜؿذ٘ذ. خؼ ػٙدؾ اص دٚس سا ؿبُٔ ٔی

ٚ  ANDٞبی ٔٙتخت ثٝ ٕٞشاٜ فٍّٕشٞبی  وّٕبت ٟٔٓ، اكّی ٚ حؼبع، ا٘دبْ ؿذ. ثذیٗ ٔٙؾٛس، وّیذ ٚاطٜ

ORٞبی فٙٛاٖ، وّٕبت وّیذی ٚ چىیذٜ ٔذاسن، خؼتدٛ ؿذ٘ذ. ٚاطٌبٖ وّیذی وٝ دس خؼتدٛی  ، دس ثخؾ

 ( آٚسدٜ ؿذٜ اػت.1ػتفبدٜ لشاسٌشفتٙذ، دس ؿىُ )ٔمبلات ٔٛسد ا

 
 هقالات جستجَی در استفادُ هَرد کلیذی ٍاشگاى -1ضکل 

Fig.1. Keywords Used in Article Searches 

 

دس ٔشحّٝ اَٚ فّٕیبت خؼتدٛ، ٔمبلاتی ا٘تخبة ؿذ٘ذ وٝ دس آٟ٘ب ٚخٛد ٕٞجؼتٍی ٚ ؿذت آٖ ثیٗ 

ٞبی یبدٌیشی  ، ثب/ثذٖٚ اػتفبدٜ اص اٍِٛسیتPM2.5ٓای ٚ ٔمبدیش پبیؾ ؿذٜ صٔیٙی  ٔبٞٛاسٜ AODٞبی  دادٜ

ٔمبِٝ حبئض ؿشایظ  977ػی اِٚیٝ ػٝ پبیٍبٜ دادٜ فٛق اِزوش، دس وُ ٔبؿیٗ، ٔٛسد ٔغبِقٝ لشاس ٌشفتٝ ثٛد. دس ثشس

(، ثٝ دػت آٔذ. ػپغ فٙٛاٖ ٚ چىیذٜ تٕبٔی 1403فشٚسدیٗ  31) 2024آٚسیُ  19ایٗ تحمیك تب تبسیخ 

Forecasting air quality 

Predict atmospheric pollution 

Predicting air pollutant 

Forecast air pollution 

PM2.5 concentrations prediction 

PM2.5 concentrations estimation 

Machine learning algorithms 

Machine learning approach 

AOD 

AOD data 

Aerosol optical depth 

Remote sensing 

Satellite remote sensing data 

 (1)ٌشٜٚ 

(Group 1) 

 (2)ٌشٜٚ 
(Group 2) 
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ٞب، ٔٛاسد تىشاسی  ٞبی ٔٙتخت دس ٔشحّٝ اَٚ، اػتخشاج ٚ ثب ثشسػی ٔحتٛای آٖ ٔمبلات، ٔؼتٙذات ٚ ٌضاسؽ

ٞب، تقذاد صیبدی اص ٔٙبثـ حزف ٌشدیذ٘ذ. ٔحتٛای ٔمبلات  اػبع ثشسػی فٙبٚیٗ ٚ چىیذٜ حزف ؿذ٘ذ. ثش

ٔب٘ذٜ ثٝ عٛس دلیك ٔٛسد ٔغبِقٝ لشاس ٌشفت ٚ ٔٙبثـ وبٔلاً ٔشتجظ، ا٘تخبة ؿذ٘ذ. دس ٟ٘بیت ثش اػبع  ثبلی

كٛست خلاكٝ دس فٙٛاٖ، ٘ٛیؼٙذٜ اكّی، ػبَ ا٘تـبس، ٘ٛؿ اٍِٛسیتٓ ا٘تخبثی ٚ ٔـخلبت دیٍش، ٔؼتٙذات ثٝ 

آٚسی ٚ ثشسػی ٔٙبثـ پظٚٞـی ثٝ عٛس ػیؼتٕبتیه  ثٙذی ٌشدیذ٘ذ. ثذیٗ تشتیت فشآیٙذ خٕـ خذِٚی عجمٝ

ا٘دبْ پزیشفت تب اعلافبت ٔفیذ ثشای پبػخ ثٝ ػؤاَ پظٚٞؾ ثٝ دػت آیذ. فشآیٙذ خؼتدٛ، ٚسٚد ٚ خشٚج 

 ( آٚسدٜ ؿذٜ اػت.2ٔمبلات، دس ؿىُ )

 

 
 جستجَ، ٍرٍد ٍ خرٍج هقالات یٌذفرآ -2ضکل 

Fig.2. The Process of Searching, Entering and Exiting Articles 
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 ًتایج ٍ بحث

دس  لذستٕٙذ اثضاسی خبف، ٔىبٖ یه ٞٛا دس ٞبی غّؾت آلایٙذٜ ثشآٚسد ثیٙی/ ٞبی پیؾ تٛػقٝ ٔذَ

اضغشاسی سا  ؿشایظ دس ؿٟشٚ٘ذاٖ ثٝ ٞـذاسدٞی ٚ ٕٞچٖٛ وٙتشَ ٔٙبثـ پشاوٙؾ پیـٍیشا٘ٝ سیضی الذأبت عشح

Dominguez, Vega–Januchs, Quintanilla–Cortina–)دٞذ دس اختیبس ٔذیشاٖ ؿٟشی لشاس ٔی

Corona & Andina, 2015ٝغّؾت یه آلایٙذٜ دس یه ٔحیظ ثشآٚسد  ثیٙی/ پیؾ ساٞىبسٞبی وّی، عٛس (. ث

 دػتٝ دٚ ٞبی ٔقیبس ٚ اعلافبت ٔحیغی، دس پبیؾ پیـیٗ ٕٞبٖ آلایٙذٜ یب ػبیش آلایٙذٜ ٞبی ثشاػبع دادٜ

 (.Bai et al., 2018ؿٛ٘ذ ) ٔی ثٙذی تمؼیٓ آٔبسی، ٚ لغقی ساٞىبسٞبی

خفت ؿذٜ ثب  یٚضـ ٞٛا یفذد یٙیث ؾیپ ٚ 1(CMAQی خبٔقٝ )بػیچٙذ ٔم یٞٛا تیفیوٞبی  ٔذَ

ٞٛا ثٝ  ٞبی ثیٙی غّؾت آلایٙذٜ پیؾ یلغق یٞب ذَاص خّٕٝ پُشوبسثشدتشیٗ ٔ ، 2(WRF-Chemی )ٕیؿ ٔجبحث

ٞب ثب دس ٘ؾش  (. ایٗ ٔذَ ;Kong, Xin, Zhang & Wang, 2016Li et al., 2018bسٚ٘ذ ) ؿٕبس ٔی

ثٝ ٚلٛؿ  ییبیٕیؿ یٞب وٙؾ دسٞٓآلایٙذٜ؛  پخؾ ٚ ، پشاوٙؾ، ا٘تمبَُیؿبُٔ ٌؼ یىیضیف یفّٕىشدٞبٌشفتٗ 

ثب  (.et al., 2010 Van Donkelaar؛ et al., 2015 Gengٕ٘بیٙذ ) ػبصی ٔی سا ٘یض ؿجیٝدس خٛ  ٛػتٝیپ

ٚاوٙؾ  یشٞبیٚ ٔؼ ٙذٜیدسثبسٜ حبِت پخؾ آلا یا ذٜیچیٞب ثٝ دا٘ؾ پ ٔذَ ٗیا ـتشیٚخٛد، اص آ٘دب وٝ ث ٗیا

 ٙٝیپُشٞض یٚ اص ِحبػ ٔحبػجبت ذٜیچیپ بسیثؼاص عشیك آٟ٘ب  PM2.5 ٙذٜیغّؾت آلا ثشآٚسدداس٘ذ،  بصی٘ ییبیٕیؿ

 (.08et al., 20 Stern)خٛاٞذ ثٛد 

 ٞٛا آِٛدٌی ثیٙی/ ثشآٚسد دس پیؾ آٔبسی ٞبی ٔذَ اص لغقی، ساٞىبسٞبی ٞبی ٔحذٚدیت سفـ ساػتبی دس

 ی،صٔب٘ د٘جبِٝ یٞب ( ٚ ٔذَی)ٔىب٘ ییفضب یٞب ٔذَٞب خٛد دس دٚ عجمٝ  اػت. ایٗ ٔذَ ؿذٜ ٌیشی ثٟشٜ

تحت  وٙٙذ، یفُٕ ٔ یبثی دسٖٚ یوٝ ثش ٔجٙب ییٞب اٞىبس( سی)ٔىب٘ ییفضبٞبی  دس ٔذَ ؿٛ٘ذ. ٔی ثٙذی دػتٝ

 ٞبی سٚؽٞبیی اص آٟ٘ب ؿبُٔ  ؿٙبختٝ ؿذٜ ٚ ٕ٘ٛ٘ٝٞٛا  یآِٛدٌ یػبص ٔذَ دس یآٔبس  ٗیصٔ یفٙٛاٖ ساٞىبسٞب

 ,Wang & Christopher؛ Koelemeijer, Homan & Matthijsen, 2006) ػبدٜ یخغ ٖٛیسٌشػ

؛ 3 (Liu, Sarnat, Kilaru, Jacob & Koutrakis, 2005(MLR) چٙذٌب٘ٝ یخغ ٖٛیسٌشػ(، 2003

Macias & Kondragunta, 2008-Paciorek, Liu, Moreno ،)یی بیخغشاف داس صٖٚ ٖٛیسٌشػ

(GWR)4 (ham, Charlton & Brunsdon, 1998Fothering 31؛Hu et al., 20 ،)ٖٚیٚص٘ یبثی دس 

6 (Cabrera, -Vicedo(LURضی )اسا یوبسثش ٖٛیسٌشػ5 (Masroor et al., 2020 ،)(IDW) ٚاسٚ٘ٝ

Grisotto, Barbone & Catelan, 2013Biggeri,  ،)ًٙیدیسٚؽ وش (Lee et al., 2015 ٚ ) ٔذَ اثش

 ; & 7 (Lee, Liu, Coull, Schwartz & Koutrakis, 2011Lee, Coull, Bell(MEMی )جیتشو

                                                           
1 the Community Multiscale Air Quality (CMAQ) 

2 Weather Research and Forecasting model coupled to Chemistry (WRF-Chem) 

3 Multi Linear Regression (MLR) 

4 Geographically Weighted Regression (GWR) 

5 Inverse Distance Weighted (IDW) 

6 Land Use Regression (LUR) 

7 Mixed Effect Model (MEM) 
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Koutrakis, 2012) صٔبٖ ٔـخق دس  هیدس  یآِٛدٌ یثشآٚسد ٔىب٘ دسٌزؿتٝ  مبتیدس تحمثبؿٙذ وٝ  ٔی

 .ا٘ذ ؿٟش، ثٝ وبس سفتٝ ػغح

 یٞب ؿبُٔ سٚؽ ،ی ٞٛاثشآٚسد آِٛدٌ ی/ٙیث ؾیثب ٞذف پٔحٛس  ید٘جبِٝ صٔب٘ یٞب ساٞىبس یقٙیثخؾ دْٚ 

 خٛد ىپبسچٝیٔتحشن  ٗیبٍ٘یٔ یٛ٘یٔذَ سٌشػػٙتی، سٚؽ تشیٗ  ٔتذاَٚ. ثبؿٙذ یٔ ٗی٘ٛ یٞب ٚ سٚؽ ػٙتی

 & Hosseiniلشاس ٌشفتٝ اػت ) اػتفبدٜٔٛسد  2.5PMغّؾت  ثشآٚسددس اػت وٝ  1(ARIMA) ثؼتٝ ٞٓ

Shahbazi, 2016 .) ٞب دس  ٔذَ ٗیا تٛاٖ ثٝ فذْ فّٕىشد ٔؤثش ٔی ػٙتی یٞب سٚؽٞبی  حذٚدیتٔخّٕٝ اص

، اؿبسٜ داؿت هیٚ تشاف ٗیصٔ یوبسثش ،یٞٛاؿٙبػ یٞب ٔب٘ٙذ دادٜ یچٙذ ٔٙجق یٞب ٚ ادغبْ دادٜ ُیٚ تحّ ٝیتدض

د٘جبِٝ ٔجتٙی ثش  یػبص ٔذَ یػٙت یٞب . فلاٜٚ ثش آٖ، سٚؽؿذٜ اػت ا٘ذن آٟ٘ب دس ثشآٚسدٞب دلتوٝ ٔٙدش ثٝ 

دٖ ٔذَ ٞؼتٙذ وٝ ثٛ یخغپزیشؽ ٚ آٔبسی خبف  ـیتٛص هی ٕٞچٖٛ ا٘تخبة ییٞب فشم ؾیپ بصٔٙذی٘ یصٔب٘

 ,Song, Qinٕٞشاٜ خٛاٞذ ثٛد ) یلبثُ تٛخٟ یٔذَ ثب خغب٘تبیح  ٞب، فشم ؾیپ ٗیا یدس كٛست فذْ ثشلشاس

Qu & Liu, 2015دس ادأٝ ٔٛسد ثشسػی ثیـتش لشاس خٛاٞٙذ ٌشفت. ید٘جبِٝ صٔب٘ٞبی ٘ٛیٗ ٔجتٙی ثش  (. سٚؽ 

( فشاٚا٘ی ٔمبلات ٚاسد ؿذٜ دس ٔغبِقٝ ٔشٚسی حبضش ثشاػبع ػبَ ا٘تـبس آٟ٘ب آٚسدٜ ؿذٜ اػت. 3دس ؿىُ )

ثشاػبع  PM2.5ٞبی صٔیٙی  آیذ، سٚ٘ذ ا٘تـبس تحمیمبت ٔشتجظ ثب ثشآٚسد غّؾت ٕٞب٘غٛس وٝ اص ایٗ ؿىُ ثشٔی

 ت.ای، دس ػبِیبٖ اخیش یه سٚ٘ذ كقٛدی اػ ٞبی ٔبٞٛاسٜ دادٜ

 
 براساض سال اًتطار حاضرفراٍاًی هقالات ٍارد ضذُ در هطالعِ هرٍری  -3 ضکل

Fig.3. Frequency of Articles Included in the Current Review by Publication Year 

 

                                                           
1 AutoRegressive Integrated Moving Average (ARIMA) 
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 ٚصٔیٙی  PM2.5غّؾت  یٗث یٕٞجؼتٍ یثبلا یشٔمبد ثشسػی ؿذٜ دس تحمیك حبضش، ٔغبِقبت دس تقذادی اص

ثشآٚسدٌش ثٝ فٙٛاٖ  AOD ٞبی یٗ أش لبثّیت ثبلای اػتفبدٜ اص دادٜ ٔـبٞذٜ ؿذٜ اػت. ا ،AOD ٞبی دادٜ

e Hoogh et D؛ Beckerman et al., 2013)دٞذ صٔیٙی سا ٘ـبٖ ٔی 2.5PMٔٙبػجی دس تخٕیٗ غّؾت 

al., 2016 ؛Xue, Zhang, Zhong, Ji & Huang, 2020 ،٘یض ٚخٛد ٔغبِقبت  یثشخ(. ثب ایٗ ٚخٛد

 ا٘ذ. آٟ٘ب سا ٘ـبٖ دادٜ یبٖٔ یٕٞجؼتٍ ؿذت پبییٙی اص یبسا سد وشدٜ  PM2.5  ٚAOD یٗثداس  ٔقٙی یٕٞجؼتٍ

 یٍشید یشٞبیٔتغ اػتفبدٜ اص ثٝٔٙٛط سا  PM2.5  ٚAOD تش ثیٗ ی لٛیٕٞجؼتٍایٗ ٔؼتٙذات، حلَٛ 

استجبط ٔغٕئٗ  یثشلشاسثٝ ثیبٖ دیٍش، اص ٘ؾش تقذادی اص ٔحممبٖ،  ا٘ذ. ا٘ؼتٝی، دٞٛاؿٙبػٕٞچٖٛ پبسأتشٞبی 

 Jiang؛ Han & Tong, 2019) اػت یـتشیث یوٕى یٞب دادٜ ٌیشی اص ٔؼتّضْ ثٟشٜ ،2.5PM  ٚAOD ٔیبٖ

et al., 2021 ؛Kong et al., 2016 ؛Nabavi et al., 2019 ؛Yang et al., 2019 .) ( 4ؿىُ )دس

ٚ پبیؾ ؿذٜ صٔیٙی  PM2.5غّؾت ٞبی  پبسأتشٞبی وٕىی ٔٛسد اػتفبدٜ دس تمٛیت ٕٞجؼتٍی ثیٗ دادٜ

 آٚسدٜ ؿذٜ اػت. AOD یٞب دادٜ

 
 PM2.5  ٍAODغلظت ّای  پاراهترّای کوکی در تقَیت ّوبستگی بیي دادُ -4ضکل 

Fig.4. Auxiliary Parameters Enhancing the Correlation Between PM2.5 Concentration and 

AOD Data 
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ٕٔىٗ  یا اص ٔحلٛلات ٔبٞٛاسٜ كشفثبٚس ثٛد٘ذ وٝ اػتفبدٜ  یٗثش ا(، 31Hu et al., 20) ٚ ٕٞىبساٖٞٛ 

وٝ فلاٜٚ ثش ٕ٘ٛد٘ذ  یـٟٙبدخغبٞب پ یٗسفـ ا ایـبٖ دس خٟتؿٛد.  یحثشآٚسد دس ٘تب یاػت ٔٙدش ثٝ خغبٞب

AODیٞب یثٝ فٙٛاٖ ٚسٚد ی،ٞٛاؿٙبػ یپبسأتشٞبٚ  یٗپٛؿؾ صٔ یشٞبیٔتغ یش٘ؾ یٔحّ ی، اص پبسأتشٞب 

 تٛا٘ذ یٔ یوٕى یپبسأتشٞب یٗوٝ ٚسٚد ا یذ٘ذسػ یدٝ٘ت یٗاػتفبدٜ ؿٛد. آٟ٘ب ثٝ ا یٖٛدس ٔذَ سٌشػ یوٕى

 ,.Yang et al)ٚ ٕٞىبساٖ  یبً٘. سا ثٟجٛد ثخـذ 2.5PMثشآٚسد غّؾت  دس یخغ یٖٛفّٕىشد ٔذَ سٌشػ

اػت؛  یـتشث 2.5PM  ٚAOD یٗث یٕٞجؼتٍ یٗ،وشد٘ذ وٝ دس ٔٙبعك خـه ٔب٘ٙذ ؿٕبَ چٔـبٞذٜ (، 2019

ٚ ػغحی  یتٛپٌٛشافٕٞچٖٛ  ی. آٟ٘ب فٛأّثذػت آٔذ تش یفضق یٕٞجؼتٍ یٗا ی،وٝ دس ٔٙبعك ػبحّ یدس حبِ

ای  ِقٝؼتٙذ. دس ٔغبٔؤثش دا٘ 2.5PM  ٚAODیٗ ساثغٝ ث یٚ ٔىب٘ یصٔب٘ ییشاتسا ثش تغ یٞٛاؿٙبػ یٞب پبسأتش

پشداختٙذ.  یٗچ یؿٕبِ یٞب دس اػتبٖ 2.5PMثٝ ثشآٚسد غّؾت (، Yi et al., 2019)ٚ ٕٞىبساٖ ٚاییدیٍش، 

ؿذت ٕٞجؼتٍی دس  یٔختّف ییشاتتغ ،ٔٙغمٝ ٔٛسد ٔغبِقٌٝٛ٘بٌٖٛ دس  ییٞٛا ٚ  آة یظوٝ ؿشا دسیبفتٙذٞب  آٖ

 ٞٛاً٘ .اص ٔٙبعك دیٍش، تفبٚت داسدآٔذٜ  ثذػت یٞب ٔذَ ٘تبیح ثب ٚ ایدبد ٕ٘ٛدٜ اػت 2.5PM  ٚAODغّؾت 

اثتذا اص ػغح دسیبٞبی آصاد،  ٚ استفبؿ یٞٛاؿٙبػ یثب اػتفبدٜ اص پبسأتشٞب(، Huang et al., 2019) ٚ ٕٞىبساٖ

ٌیشی اص  ثشآٚسد ٕ٘ٛدٜ ٚ ػپغ ثب ثٟشٜیٛیٛسن سا دس ؿٟش ٘ یّٛٔتشو یه 1پزیشی ثب تفىیه AODٌٕـذٜ  یشٔمبد

 ,Miri, Ghassounٚ ٕٞىبساٖ ) ٔیشیسا تخٕیٗ صد٘ذ.  2.5PMغّؾت ، پٛؿؾ ػغحٞبی وٕىی  دادٜ

Dovlatabadi, Ebrahimnejad & Löwner, 20192.5ثشآٚسد غّؾت  (، دسPM  دس ؿٟش ػجضٚاس، اص

اػتفبدٜ وشد٘ذ. ثشخلاف  ،استفبؿ یٗٚ ٕٞچٙ یٚ ٔٙبعك كٙقت یبثبٖفبكّٝ اص خ یٗ،پٛؿؾ صٔوٕىی  یپبسأتشٞب

 ٚ ٕٞىبساٖ چٗ. اػتفبدٜ ٘ـذ 2.5PMثشآٚسد غّؾت  دس AOD یشاص ٔمبد یكتحم یٗدس ا ی،ٔغبِقبت لجّ

(Chen, Wu, Tu & Cao, 2020 ،) یٞب دادٜ ی،ٙبػٞٛاؿ یؿبُٔ پبسأتشٞب یخغ یٖٛٔذَ سٌشػ یهاص 

 دس 2015تب  2012صٔؼتبٖ  یدس ثبصٜ صٔب٘ یاستفبف یٞب ٚ دادٜ یتخٕق یٗ،ا٘ٛاؿ پٛؿؾ صٔ یه،ٔشثٛط ثٝ تشاف

دس دٚ  (،Feng et al., 2020) ٕٞىبساٖ ٚ فًٙ. اػتفبدٜ وشد٘ذ 2.5PMثشآٚسد غّؾت ثٝ ٔٙؾٛس  یٗ،چ وـٛس

ٚ  یٞٛاؿٙبػوٕىی  یپبسأتشٞب ی، اصا ٔبٞٛاسٜ AOD یشاص ٔمبد 2.5PMثشآٚسد غّؾت  خٟتؿٟش پىٗ ٚ چبٍ٘ذٚ 

2 ییٗتق یتثٝ ضش یبثیٔغبِقٝ ٔٛفك ثٝ دػت یٗ. آٟ٘ب دس إ٘ٛد٘ذپٛؿؾ ػغح اػتفبدٜ  یشٞبیٔتغ
R ثشاثش ثب 

 یحاص ٘تب 2.5PMٔٛخٛد دس ثشآٚسد  یٙبٖفذْ اعٕ(، Zhang et al., 2021) ٚ ٕٞىبساٖ طاً٘. ؿذ٘ذ 71/0

یٗ، پٛؿؾ صٔ یشٞبیٚ ٔتغ یٞٛاؿٙبػ یثب اػتفبدٜ اص پبسأتشٞبٝ ٚ دا٘ؼت یچبِؾ خذ یهسا  AODثش  یٔجتٙ

 یبٖث(، Jiang et al., 2021) ٚ ٕٞىبساٖ خیبً٘ٙٙذ. دس پظٚٞـی دیٍش، ٔـىُ سا حُ و یٗاػقی ٕ٘ٛد٘ذ 

. ؿٛد یدچبس خغب ٔ AOD كشفبً ثشاػبع 2.5PMثشآٚسد  ػت،ا ثبلادس ٞٛای آصاد غّؾت آئشٚػُ  یداؿتٙذ ٚلت

اػتفبدٜ اص  ٕ٘ٛد٘ذ.اػتفبدٜ  AOD ٞبی دادٜ فلاٜٚ ثش ٞٛاؿٙبػی یٔـىُ اص پبسأتشٞب یٗحُ ا یآٟ٘ب ثشا

 & Guo, Tang, Gong)ٞبی وٕىی دس تحمیمبت دیٍش ٔحممبٖ ٘یض ٔٛسد اؿبسٜ لشاس ٌشفتٝ اػت  دادٜ

Zhang, 2017 ؛Gulliver et al., 2018 ؛Li et al., 2018ab,  ؛Liu, Franklin, Kahn & 

Koutrakis, 2007Moore, ;  Meng et al., 2016;  Liu, Paciorek & Koutrakis, 2009; 

                                                           
1 Resolution 
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Ross, Jerrett, Ito, ;  Qi, Li, Karimian & Liu, 2019;  Jerrett, Mack & Künzli, 2007

Wu et al., ; Su et al., 2009 ; Shi, Ho, Xu & Ng, 2018; Tempalski & Thurston, 2007

  Zou, Fang, Feng & Zhou, 2021 ;2017 ( َٚدس خذ .)پبسأتشٞبی وٕىی ٔٛسد اػتفبدٜ تٛػظ 1 ،)

ثٝ ٕٞشاٜ دلت اسصیبثی، اسائٝ ؿذٜ اػت. ٕٞب٘غٛس وٝ دس  AODٞبی  اص دادٜ PM2.5ٔحممبٖ دس ثشآٚسد غّؾت 

 ٚ ػغحی فـبس ٘ؼجی، سعٛثت دٔب، ٘ؾیش پبسأتشٞبیی اص اػتفبدٜ پیـیٗ ثب ٔغبِقبت ؿٛد، ٔی ٔـبٞذٜ 1خذَٚ 

 ایٗ ٔٙبػت تشویت إٞیت دٞٙذٜ ٘ـبٖ وٝ ا٘ذ یبفتٝ دػت ٔتٙٛفی ٞبی دلت ثٝ خٕقیت، تشاوٓ ٞبی دادٜ

 ٚ تش دلیك ٞبی دادٜ اص وٝ ٔغبِقبتی ٚیظٜ ثٝ) ٔغبِقبت ثشخی ٕٞچٙیٗ،. اػت ٞب ٔذَ دلت ثٟجٛد دس پبسأتشٞب

 ٚسٚدی ٔتغیشٞبی ا٘تخبة وّیذی ٘مؾ وٝ ا٘ذ ؿذٜ ثبلاتشی دلت وؼت ثٝ ٔٛفك( ا٘ذ وشدٜ اػتفبدٜ تش ٔتٙٛؿ

 اص اػتفبدٜ إٞیت ثش وبسسفتٝ، ثٝ ٔتغیشٞبی تٙٛؿ دادٖ ٘ـبٖ ثش فلاٜٚ خذَٚ ایٗ. وٙذ ٔی تأییذ سا ٔٙبػت

 .داسد تأویذ PM2.5 ثیٙی پیؾ ثٟجٛد خٟت ای ٔٙغمٝ خبف تٙؾیٕبت ٚ ٔحّی ٞبی دادٜ

 

بْوراُ  AODّای  براساض دادُ PM2.5غلظت  برآٍرددر هَرد استفادُ کوکی  یپاراهترّا -1 جذٍل

 دقت ًتایج

Table 1- Auxiliary Parameters Used in Estimating PM2.5 Concentrations from AOD Data 

with Accuracy Results 
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 دسكٛست اػتفبدٜ اص تقذاد 1ثشاصؽ ثیؾ خغبی ٘ىتٝ دیٍشی وٝ دس ایٙدب حبئض إٞیت اػت، احتٕبَ ثشٚص

 ثبؿذ، ثیـتش ٔذَ یه دس تٙؾیٓ لبثُ پبسأتشٞبی تقذاد ٞشچٝ. اػت ٔذَ یه دس صیبدی اص پبسأتشٞبی وٕىی

 آٔٛصؿی ٞبی دادٜ دس خضئی ٚ خبف ثؼیبس اٍِٛٞبی یبدٌیشی ثشای ثیـتشی تٛا٘بیی ٚ ؿٛد ٔی تش پیچیذٜ ٔذَ

 ٞبی دادٜ ثب ٔٛاخٟٝ دس ٚ ؿذٜ ٚاثؼتٝ آٔٛصؿی ٞبی دادٜ ثٝ ذتؿ ثٝ ٔذَ ؿٛد ٔی ثبفث أش ایٗ. وٙذ ٔی پیذا

 ثب ٔذَ یه دیٍش، فجبست ثٝ .دٞذ ٘ـبٖ خٛد اص ضقیفی فّٕىشد ثبؿٙذ، ٔتفبٚت ا٘ذوی اػت ٕٔىٗ وٝ خذیذ

 ٔقٙبی ثٝ وشدٖ حفؼ ایٗ أب وٙذ، حفؼ سا آٔٛصؿی ٞبی دادٜ ساحتی ثٝ تٛا٘ذ ٔی صیبد، پبسأتشٞبی وٕىی

 ٚ تلبدفی خضئیبت كشفبً ٞب، دادٜ ثش حبوٓ وّی لٛا٘یٗ یبدٌیشی خبی ثٝ ٔذَ ٚالـ، دس. ٘یؼت ٚالقی یبدٌیشی

 خبی ثٝ آٔٛص دا٘ؾ یه وٝ اػت ایٗ ثٝ ؿجیٝ پذیذٜ ایٗ. ٌیشد ٔی یبد سا آٔٛصؿی ٞبی دادٜ دس ٔٛخٛد ٘ٛیضٞبی

 سٚثشٚ ػؤاِی ثب وٝ صٔب٘ی ٘تیدٝ، دس. وٙذ ثؼٙذٜ وتبة ٔتٗ وشدٖ حفؼ ثٝ فمظ دسع، یه اكّی ٔفبٞیٓ دسن

 تقذاد افضایؾ ثٙبثشایٗ، .ثٛد ٘خٛاٞذ پبػخٍٛیی ثٝ لبدس ثبؿذ، وتبة ٔتٗ اص ٔتفبٚت وٕی وٝ ؿٛد ٔی

 ثشای. ؿٛد ٔٙدش ثشاصؽ  ثیؾ خغش افضایؾ ثٝ ٔؼتمیٓ عٛس ثٝ تٛا٘ذ ٔی وٙتشَ، ثذٖٚ پبسأتشٞبی وٕىی

 ٟٔٓ ٞبی ٚیظٌی ا٘تخبة ٚ ٞب دادٜ اثقبد وبٞؾ ،2ػبصی ٔٙؾٓ ٔب٘ٙذ ٔختّفی ٞبی سٚؽ ٔـىُ، ایٗ اص خٌّٛیشی

 (.Karimian et al., 2019سٚ٘ذ ) ٔی وبس ثٝ صٚدٍٞٙبْ، تٛلف ٞبی تىٙیه اص اػتفبدٜ ٚ

ت غّؾ ثشآٚسدی دس صٔب٘ٞبی ٘ٛیٗ ٔجتٙی ثش د٘جبِٝ  ٕٞب٘غٛس وٝ لجلاً ٌفتٝ ؿذ، دس ػبِیبٖ اخیش اص سٚؽ

PM2.5 ٜٞبی  اص دادAOD ٜیٔلٙٛف یفلج یٞب ؿجىٝٞب ؿبُٔ  ثشداسی ؿذٜ اػت. ایٗ سٚؽ ثٟش (ANN)3 ،

 Lai, Li) كیفٕ یشیبدٌی ٚ 4(SVR) جبٖیثشداس پـت ٖٛیسٌشػٕٞچٖٛ  ٗیٔبؿ یشیبدٌٞبی ٔختّف ی اٍِٛسیتٓ

& Pan, 2021 ؛al., 2023Li et  ؛Peng, Wang, Xia & Gao, 2022 )ی ٕقی خشیبدٌی یٞب ٚ سٚؽ

ٚ  PM2.5 ٗیث یشخغیغ  ثب تٛخٝ ثٝ ٚخٛد ساثغٝؿٛ٘ذ.  ، ٔیبٖیٌشاد تیتمٛٚ  5(RF) یخٍُٙ تلبدف ٘ؾیش

 یبدیتقذاد ص تیشیدس ا٘تخبة ٚ ٔذ لبثُ تٛخٝ ییتٛا٘ب ُیثٝ دِٔزوٛس  یٞب سٚؽ وٙٙذٜ، یٙیث ؾیپ یشٞبیٔتغ

( ٕ٘ٛداس 5تٛخٝ ٔحممبٖ ثٛدٜ ا٘ذ. دس ؿىُ )ٔٛسد  بسیثؼ ،تش ذٜیچیپ أىبٖ تحّیُ ٔؼبئُٚ  ٔؼتمُ شیٔتغ

، آٚسدٜ ؿذٜ AODٞبی  ثشاػبع دادٜ PM2.5غّؾت  ثشآٚسددس  یٗٔبؿ یبدٌیشی یٞب سٚؽفشاٚا٘ی اػتفبدٜ اص 

ٌیشی ؿذٜ تٛػظ ٔحمك دس ٔؼتٙذ  ٞبی ثٟشٜ (، وّیٝ اٍِٛسیت5ٓثزوش اػت ٔجٙبی اػتخشاج ؿىُ )اػت. لاصْ 

ٞبی تشویجی یب  ا٘تـبس یبفتٝ ثٛدٜ؛ ِیىٗ اص ٘مغٝ ٘ؾش ٔقشفی ثٟتشیٗ اٍِٛسیتٓ خٟت ا٘دبْ ثشآٚسدٞب، سٚؽ

Ensemble Model ٞفت؛ ٚ  ثب فشاٚا٘ی ُ٘ٝ، خٍُٙ تلبدفی ثب فشاٚا٘یXGboost  ثب فشاٚا٘ی ػٝ؛ ثٝ تشتیت دس

دس  كیدل یٞب یٙیث ؾیا٘دبْ پ ،ٔبؿیٗ یبدٌیشی ٞبی اٍِٛسیتٓ اص اػتفبدٌٜیش٘ذ.  ٞبی اَٚ تب ػْٛ لشاس ٔی خبیٍبٜ

ثٛدٜ  6ثش وشُ٘ یٔجتٙ ٞب سٚؽ(. ایٗ Vapnik, 2013پزیش ٕ٘ٛدٜ اػت ) سا أىبٖٞب  دادٜ ـشفتٝیپ ُیٔؼبئُ تحّ

                                                           
1 Overfitting 

2 Regularization 

3 Artificial Neural network (ANN) 

4 Support Vector Regression (SVR) 

5 Random Forest (RF) 

6 Kernel 
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 ,Das Chagas Moura, Zio, Lins & Droguettی )صٔب٘د٘جبِٝ  یٙیث ؾیثب ٞذف پ مبتیٚ دس تحم

2011Tay & Cao, 2001; 2009Sapankevych & Sankar, ; Quan, Liu & Liu, 2010;  ) ٚ

ثٝ وبس ٌشفتٝ (، ثب ٔٛفمیت Ghaemi, Farnaghi & Alimohammadi, 2016)ٞٛا  یآِٛدٌ یٙیث ؾیپ

 .٘ذاؿذٜ

ٞبی صٔیٙی  ایدبد ٕٞجؼتٍی ثیٗ دادٜ یٙٝدس صٔ یٔتٙٛف ٞبی یتٓاٍِٛسآیذ،  ثشٔی 5ؿىُ ٕٞب٘غٛس وٝ اص 

اػتفبدٜ اص ٞش  یضاٖ، أب ٔاػت  ثٝ وبس ٌشفتٝ ؿذٜ( AODٚ اعلافبت ثشٌشفتٝ اص ٔبٞٛاسٜ ) PM2.5پبیؾ 

 یـتشیٗثب ث Random Forest (RF)  ٚXGBoostٔب٘ٙذ  ٞبیی یتٓاػت. اٍِٛس یشثٝ ؿذت ٔتغ یتٓاٍِٛس

خٛد  یثبلا ییدلت ٚ وبسا یُثٝ دِ ٞب یتٓاٍِٛس یٗوٝ ا دٞذ ی٘ـبٖ ٔ أش یٗدس كذس خذَٚ لشاس داس٘ذ. ا یفشاٚا٘

ا٘ذ. دس ٔمبثُ،  ٔٛسد تٛخٝ لشاس ٌشفتٝ یـتش، ثPM2.5ٔب٘ٙذ غّؾت  یغیٚ ٔح یچیذٜپ یدس ثشآٚسد پبسأتشٞب

دس  ٞب یتٓاٍِٛس یٗا ٞبی یتٔحذٚد یُا٘ذ وٝ ٕٔىٗ اػت ثٝ دِ وٕتش اػتفبدٜ ؿذٜ یثب فشاٚا٘ ٞب یتٓاٍِٛس یثشخ

اص سٚ٘ذ سٚ ثٝ سؿذ اػتفبدٜ اص  یٕ٘ٛداس حبو ی،ثبؿذ. ثٝ عٛس وّ یچیذٜٚ پ یشخغیغ یٞب دادٜ یػبص ٔذَ

تش  ػبدٜ یٞب سٚؽ یٍضیٗاػت وٝ ثٝ ٔشٚس خب یغیٔح یٞبٜ یذپذ یػبص دس ٔذَ یجیٚ تشو تش یـشفتٝپ یٞب سٚؽ

ٚ تٛإ٘ٙذ  یشپز ا٘قغبف ٞبی یتٓدٞٙذٜ فلالٝ پظٚٞـٍشاٖ ثٝ اػتفبدٜ اص اٍِٛس ٘ـبٖ یٕٗٞچٙ یـتٛص یٗا٘ذ. ا ؿذٜ

 .ثبؿذ یٔ یچیذٜٚ پ یٓحد یٞب دس پشداصؽ دادٜ
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 PM2.5غلظت ثشآٚسد در  یيهاض یادگیری ّای یتنکاربرد الگَر یفراٍاً -5ضکل 
Fig.5. Frequency of Machine Learning Algorithm Applications in Estimating PM2.5 

Concentrations 

 

اػتفبدٜ ؿذٜ ی صٔب٘د٘جبِٝ  ٞبی ٔجتٙی ثش یٙیث ؾی٘ٝ تٟٙب ثٝ كٛست ٔؼتمُ دس پ جبٖیثشداس پـت ٗیٔبؿ ٔذَ

ٚ  طٚ. ٕ٘بیذ ػبصی سا ٔذَ ٚ ٘بٔب٘ب ذٜیچیپ یصٔب٘ یٞب یػش تٛا٘ذ یٔ٘یض  ٍشید یٞب ثب سٚؽ تیاػت، ثّىٝ دس تشو

ٞبی شیٔتغٞبی دیٍش ثىبس ثشدٜ ٚ ثب اػتفبدٜ اص  (، ایٗ ٔذَ سا دس تشویت ثب سٚؽZhou et al., 2019ٕٞىبساٖ )

دس چٙذ  یآِٛدٌ یصٔب٘-یٔىب٘ یٙیث ؾی، ثٝ پیىیتشافٞبی  دادٜٚ  یٞٛاؿٙبػپبسأتشٞبی  ،ٞبی ٞٛا غّؾت آلایٙذٜ

ثبلا دس حُ ٔؼبئُ  ییثب ٚخٛد تٛا٘ب جبٖیثشداس پـت ٗیٔبؿ یٞب حبَ، ؿجىٝ ٗیثب ا، پشداختٙذ. ٙذٜیػبفت آ

صٔبٖ پشداصؽ  ،یٚسٚد یٞب حدٓ دادٜ ؾیوٝ ثب افضا ی. ثٝ عٛسثبؿٙذ ٔیسٚثشٚ  ضی٘ ییٞب تیثب ٔحذٚد ذٜ،یچیپ

دس چٙذ ٌبْ  ییٞب یٙیث ؾیٚ دس پ ؼتٙذی٘ی صٔب٘ د٘جبِٝلبدس ثٝ حفؼ اعلافبت دس  ٗیٚ ٕٞچٙیبفتٝ  ؾیافضا ضی٘

 (.Han, Zhao, Leung, Ma & Wang, 2019) ؿٛد یخّٛتش، ؿجىٝ ثب وبٞؾ دلت ٔٛاخٝ ٔ
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دس  2.5PMخٟت ثشآٚسد غّؾت (، Obodoeze, Nwabueze & Akaneme, 2021) ٚ ٕٞىبساٖ اٚثٛدٚئض

 جبٖ،یثشداس پـت  یٖٛچٙذٌب٘ٝ ؿبُٔ سٌشػ یخغ ٖٛی، اص ُ٘ٝ سٚؽ سٌشػ2013تب  2008 یٞب ػبَ یفبكّٝ صٔب٘

 تیتمٛ ٓیدسخت تلٕ، ٓی، دسخت تلٕٝیپشػپتشٖٚ چٙذ لا یٔلٙٛف یؿجىٝ فلج ،چٙذٌب٘ٝ یخغیٖٛ سٌشػ

AdaBoost ؿذٜ ثب
XGBoostی، خٍُٙ تلبدف، 1

2 ،Extra Trees ٖٛیٚ سٌشػ LASSO
، دس ؿٟش پىٗ، 3

 .ٞب ثٛد ٔذَ شی٘ؼجت ثٝ ػب XGBoost٘ـبٖ دٞٙذٜ فّٕىشد ثٟتش ٔذَ  حیاػتفبدٜ وشد٘ذ. ٘تب چیٗ،

 ٗیٞؼتٙذ. ای صٔب٘د٘جبِٝ  ٞبی ٔجتٙی ثش یٙیث ؾیپدس ٔتذاَٚ  یٞب اص ٔذَ ٍشید یىی یفلج یٞب ؿجىٝ

ٚ اػتخشاج  یثٙذ عجمٝ ٖٛ،یدس حُ ٔؼبئُ ٔشثٛط ثٝ سٌشػ تیػبِٝ، ثب ٔٛفم 70حذٚد  یا ٙٝیـیٞب ثب پ ؿجىٝ

 ِچتشٔچش ٚ فِّٛش (،Wang, Zeng & Chen, 2015) ٚ ٕٞىبساٖ ٚاً٘ ا٘ذ. اػتفبدٜ ؿذٜ ٞب یظٌیٚ

(Lachtermacher & Fuller, 1995،) ّّٖٔیت ٚ پبٚا (Mellit & Pavan, 2010ٚ )  ٚ ٔیـشا

سٚؽ اػتفبدٜ  ٗیٞٛا، اص ا یٚ آِٛدٌ یصٔب٘ ٞبی د٘جبِٝ یٙیث ؾیپ یثشا(، Mishra & Goyal, 2015)ٌٛیبَ

دس ثشاثش  یٔتٛخٝ ضقف فّٕىشد ؿجىٝ فلج ،( ,.2019Han et alٚ ٕٞىبساٖ ) ٞبٖ ٍش،ید یا وشد٘ذ. دس ٔغبِقٝ

 تیدس تمش ییٔٙدش ثٝ وبٞؾ فّٕىشد ؿجىٝ ٚ فذْ تٛا٘ب تٛا٘ذ یؿذ٘ذ وٝ ٔ یثب حدٓ ا٘جٜٛ ٚسٚد ذٜیچیٔؼبئُ پ

 .ؿٛد ذٜیچیتٛاثـ پ

 یدس ثخؾ ٞٛؽ ٔلٙٛف شیاخ یبٖاػت وٝ دس ػبِ ٗیٔبؿ یشیبدٌیدس حٛصٜ  ذیخذ یسٚؿ ك،یفٕ یشیبدٌی

 یٞب اص دادٜ یسا ثب اػتفبدٜ اص حدٓ ثضسٌ ذٜیچیپ بسیثؼ بتیٔشتجظ ثب خلٛك یلبدس اػت اٍِٛٞبؿذٜ ٚ  یٔقشف

 یٞب ثب سٚؽ ؼٝیدس ٔمب(. Yamins & DiCarlo, 2016؛ Deng & Yu, 2014) دٞذ قیتـخ یٚسٚد

 یٙیث ؾیٚ پ شدٜاػتخشاج و یآٔٛصؿ یٞب سا اص دادٜ یٔذِ ،ثٝ عٛس وبسآٔذ تٛا٘ذ یٔ فٕیك یشیبدٌی ،یػٙت

 & Zhang, Zheng؛  Meyer, Kühnlein, Appelhans & Nauss,   2016) دٞذاسائٝ سا  یتش كیدل

Qi, 2017 .) یٞب ٙذٜیغّؾت آلا یٙیث ؾیپ یدس ٔٛضٛفبت ٔتٙٛؿ، ثشسػ كیفٕ یشیبدٌیثب ٌؼتشؽ اػتفبدٜ اص 

 ٔحممبٖ ثٛدٜ اػت ظٜیٔٛسد تٛخٝ ٚ شیاخ یٞب دس ػبَ كیفٕ یشیبدٌیثب اػتفبدٜ اص  یؿٟش یٞٛا

(Kuremoto, Kimura, Kobayashi & Obayashi, 2014 ؛Zhang, 2020 Zuo, Guo, Shi &) .

 ؽآٔٛص كیٞب سا اص عش دادٜ ٗیث ذٜیچیپ یٞب ٚ ساثغٝ ٜدادٜ ثٟشٜ ثشد یاص حدٓ ثبلا تٛا٘ذ یٔ كیفٕ یشیبدٌی

 (.Schmidhuber, 2015)وٙذ  ییؿٙبػب ،وبسآٔذ

ثذٖٚ ( 1ی )ُ ػٝ دػتٝ اكّؿبٔی، صٔب٘ٔجتٙی ثش د٘جبِٝ  ی،ٙیث ؾیدس حٛصٜ پ كیفٕ یشیبدٌی یساٞىبسٞب

( 3)ٚ  ؛(یٚ ثبصٌـت یوبِ٘ٛٛؿٙ یٞب )ٔب٘ٙذ ؿجىٝ یضیتٕب بی٘ؾبست ؿذٜ  (2؛ )٘ؾبست )ٔب٘ٙذ ؿجىٝ خٛد سٔضٍ٘بس(

 ِی ( ٚ ,2014Lv, Duan, Kang, Li & Wangٚ ٕٞىبساٖ ) ِٛ(. Sarker, 2021) اػت یجیتشو یشیبدٌی

د٘جبِٝ  یٙیث ؾیپ خٟتسٔضٍ٘بس  خٛد یبٞ (، اص ؿجىLi, Peng, Hu, Shao & Chi, 2016ٝٚ ٕٞىبساٖ )

پظٚٞؾ  هیاػتفبدٜ وشد٘ذ. دس  ،ػبختٕبٖدس  یٔلشف ا٘شط یٙیث ؾیٚ پ هیتشاف بٖیخش یٙیث ؾیٔب٘ٙذ پی صٔب٘

 ٗیه سٚؽ ٘ٛی، كیسٔضٍ٘بس فٕ خٛد یٞب ثب اػتفبدٜ اص ؿجىٝ PM2.5غّؾت  یٙیث ؾیدس وـٛس طاپٗ ثب ٞذف پ
                                                           
1 Adaptive Boosting (AdaBoost) 

2 Extreme Gradient Boosting (XGBoost) 

3 Least Absolute Shrinkage and Selection Operation (LASSO) 
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ٞٛا ثب  یآِٛدٌ یٞب اص دادٜ ك،یتحم ٗی. دس ابفتیتٛػقٝ ی صٔب٘ػشی  یٞب دادٜ یثشا بیؿجىٝ پٛ آٔٛصؽ  ؾیپ

 یٞب ثب دادٜ یـٟٙبدیٔذَ پ ؼٝیاػتفبدٜ ؿذٜ اػت. ٔمب یٞٛاؿٙبػ یٞب ؿٟش وـٛس طاپٗ ٚ دادٜ 52دلت ثبلا دس 

 ,Ong)ثٛدٜ اػت یـٟٙبدیٔٙبػت ٔذَ پ ىشددٞٙذٜ فّٕ وـٛس طاپٗ ٘ـبٖ ؼتیص ظیػبصٔبٖ ٔغبِقبت ٔح

Sugiura & Zettsu, 2016.) دس تٕبْ  ٙذٜیغّؾت آلا ٗیبٍ٘یٔ یٙیث ؾیپ ٗ،یدس وـٛس چ ی دیٍشدس پظٚٞـ

ARMAٞبی  اٍِٛسیتٓٛػظ ػبَ، ت ٙذٜیچٟبس فلُ آ یثٝ عٛس ٕٞضٔبٖ ثشا ٞب ؼتٍبٜیا
1 ،LSTM

2 ،LSTME
3 ،

STDL
4 ،SVR  ٚTDNN

 ؼتٍبٜیا 12 یٞب ٔغبِقٝ ثب اػتفبدٜ اص دادٜ ٗیلشاس ٌشفت. دس ا یٔٛسد ثشسػ 5

دٚ ٔذَ خٛد  تیاص تشو ،یصٔب٘-یٔىب٘ یدس ٘ؾش ٌشفتٗ استجبعبت رات یدس ؿٟش پىٗ، ثشاٞٛا  یػٙدؾ آِٛدٌ

پٟٙبٖ خٛد سٔضٍ٘بس ثٝ  ٝیلا ٗیآخش یسٚؽ، خشٚخ ٗیاػتفبدٜ ؿذ. دس ا یٔٙغم ٖٛیٚ سٌشػ كیسٔضٍ٘بس فٕ

دسكذ  شاػبعث ك،یتحم ٗیاػتفبدٜ ؿذٜ اػت. ٔذَ اسائٝ ؿذٜ دس ا یٔٙغم ٖٛیسٌشػ ٝیلا یثشا یفٙٛاٖ ٚسٚد

اسائٝ  یٔلٙٛف یؿجىٝ فلج یٞب سٚؽ شیثب ػب ؼٝیدس ٔمب دسكذ، 25ٔقبدَ  6(MAPEی )ٔغّك خغب ٗیبٍ٘یٔ

 (.Li et al., 2017)داؿتٝ اػت  یؿذٜ، دلت ثبلاتش

اص  یثبس ٘ٛؿ خبك ٗیاِٚ یثشا(، Hochreiter & Schmidhuber, 1997)ٞٛچشیتش ٚ اػچٕیذثش  

 یٙیث ؾیپ ٙٝیوبسثشد دس صٔ شپُ یباص سٚؽ ٞ یىیسا اسائٝ وشد٘ذ وٝ  LSTMتحت فٙٛاٖ  یثبصٌـت یٞب ؿجىٝ

 ,Greff, Srivastava, Koutník, Steunebrink & Schmidhuber) ذیآ یٞٛا ثٝ ؿٕبس ٔ یآِٛدٌ

 & Reddy, Yedavalli, Mohanty) ٚ ٕٞىبساٖ Reddy ،ٗیثٝ فٙٛاٖ ٔثبَ دس وـٛس چ(. 2016

Nakhat, 2018 ،)٘یثب اػتفبدٜ اص سٚؽ حبفؾٝ عٛلا ( وٛتبٜ ٔذتLSTMَدس ثبصٜ ػب ) تب  2015 یٞب

 ,.Karimian et al) ٕٞىبساٖٚ  وشیٕیبٖ ٍش،ید یا پشداختٙذ. دس ٔغبِقٝ 2.5PMغّؾت  یٙیث ؾی، ثٝ پ2017

 2017تب  2013 یٞب دس ؿٟش تٟشاٖ دس ثبصٜ ػبَٞٛا  یػٙدؾ آِٛدٌ ؼتٍبٜیُ٘ٝ ا یٞب ثب اػتفبدٜ اص دادٜ(، 2019

 .سا ثٝ دػت داد حی٘تب ٗیثٟتش LSTMپشداختٙذ وٝ سٚؽ  PM2.5غّؾت  یٙیث ؾیاص ػٝ سٚؽ ثٝ پ اػتفبدٜثب 

GRUی ؿجىٝ ثبصٌـت ،(Chung, Gulcehre, Cho & Bengio, 2014ٚ ٕٞىبساٖ ) چبً٘
اسائٝ  سا 44

ٚ ٕٞىبساٖ  آػیشا ی وٝا . دس ٔغبِقٝؿٛد یٔحؼٛة ٔ LSTMؿذٜ ؿجىٝ  یػبص وشد٘ذ وٝ ٔذَ ػبدٜ

(Athira, Geetha, Vinayakumar & Soman, 2018)، یاص ػٝ اٍِٛ ،ا٘دبْ داد٘ذ ٗیدس وـٛس چ 

 PM2.5غّؾت  یٙیث ؾیپخٟت  GRUٚ ؿجىٝ  LSTMؿجىٝ  ،یثبصٌـت یؿبُٔ ؿجىٝ فلج كیفٕ یشیبدٌی

 .وٙذ یسا اثجبت ٔ GRUحبكّٝ فّٕىشد ثٟتش ؿجىٝ  حی٘تبی اػتفبدٜ ؿذ. ػٙدٙذٜ آِٛدٌ 1498 یبٞ اص دادٜ

دس غشة وب٘بدا ا٘دبْ داد٘ذ،  یبوّٕج یتیؾدس اػتبٖ ثش (Xu et al., 2018)ٚ ٕٞىبساٖ طٚوٝ  یدس پظٚٞـ

ٔغبِقٝ،  یٗا یح. ثشاػبع ٘تبٌشدیذاػتفبدٜ  یٗٔبؿ یبدٌیشی یٞب اص سٚؽ PM2.5 ثشآٚسد غّؾت رسات خٟت

ای  ٔغبِقٝدس  ذ.ٞب داؿتٙ سٚؽ یش٘ؼجت ثٝ ػب تشیفّٕىشد ثٟ ی،ٚ خٍُٙ تلبدف Cubist، XGBoost یٞب سٚؽ

                                                           
1 Auto Regression Moving Average (ARMA) 

2 Long Short-Term Memory (LSTM) 

3 Long Short-Term Memory Extended (LSTME) 

4 SpatioTemporal Deep Learning (STDL) 

5 Time Delay Neural Network (TDNN) 

6 Mean Absolute Percentage Error (MAPE) 
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 سٚؽ ثب اػتفبدٜ 2.5PMثشآٚسد غّؾت دس ، ( ,2019Liu, Weng, Li & Cribb)ٚ ٕٞىبساٖ  ِیٛ دیٍش،

2 ثشای 86/0(، ثٝ ٔمذاس RFی )خٍُٙ تلبدف
R .ٕٞىبساٖ آٞٙی سػیذ٘ذ ٚ (Ahani, Salari & Shadman, 

 یٝچٙذلا یؿجىٝ فلج یٗٔبؿ یبدٌیشیاص دٚ سٚؽ ٞٛای آصاد ؿٟش ٔـٟذ،  2.5PMثشآٚسد غّؾت دس  (2019

(MLP)51 ٔ ٚٗیىپبسچٕٝٞجؼتٝ  ٔتحشن خٛد یبٍ٘ی (ARIMA)یٞٛاؿٙبػ ی. پبسأتشٞب، اػتفبدٜ ٕ٘ٛد٘ذ  ٚ

فّٕىشد  یٗثٟتش ARIMA٘ـبٖ داد وٝ سٚؽ  یح٘تبٜ ٚ اػتفبدٜ ؿذٞب  ثقٙٛاٖ ٚسٚدی وٕىی ٔذَ ٞٛا یفیتو

 داؿت. PM2.5سا دس ثشآٚسد غّؾت 

 (Zamani Joharestani, Cao, Ni, Bashir & Talebiesfandarani, 2019) ٕٞىبساٖ ٚ صٔب٘ی

 ،یخٍُٙ تلبدف یقٙی ٗیٔبؿ یشیبدٌیدس ؿٟش تٟشاٖ، اص ػٝ سٚؽ  PM2.5 ٙذٜیغّؾت آلا یٙیث ؾیپ یثشا

XGBoost  ٚسٚؽ  ك،یفٕ یشیبدٌیٚ  یخٍُٙ تلبدف یٞب ثب سٚؽ ؼٝیاػتفبدٜ وشد٘ذ. دس ٔمب كیفٕ یشیبدٌی

XGBoost  ثب داؿتٗ ٔمذاسR
RMSEٚ  81/0ثشاثش ثب  2

μg m ثب ثشاثش 1
سا اص خٛد  ی، فّٕىشد ثٟتش85/13 3-

 سا ثب دادٜ 17520دس ٔدٕٛؿ  ٗی، دس اػتبٖ ٞٛ٘بٖ چ(Peng et al., 2022)ٕٞىبساٖ ٚ  پًٙ. ٘ـبٖ داد

ؿؾ پبسأتش  ،(كیفٕ یشیبدٌیٚ  XGBoost بٖیٌشاد تیتمٛ) ٗیٔبؿ یشیبدٌی اٍِٛسیتٓاص دٚ  ٌیشی ثٟشٜ

وٝ ثٝ عٛس  PM2.5ٚ دٔب( ٚ غّؾت  ی، ػشفت ثبد، خٟت ثبد، ثبس٘ذٌی)فـبس اتٕؼفش، سعٛثت ٘ؼج یٞٛاؿٙبػ

اص  یحبو حیلشاس داد٘ذ. ٘تب یؿذٜ ثٛد، ٔٛسد ثشسػ یشیٌ ا٘ذاصٜ 2021دس عَٛ ػبَ  ؾیپب تیٔؼتمُ اص دٚ ػب

 اػت. دٜثٛ XGBoostفّٕىشد ثٟتش ؿجىٝ 

 (Enebish, Chau, Jadamba & Franklin, 2021)ٚ ٕٞىبساٖ  ا٘جیؾؿذٜ تٛػظ  دس پظٚٞؾ ا٘دبْ

 یتٓؿؾ اٍِٛس اص 2018تب  2010 یٞب ػبَ یدس ؿٟش اٚلاٖ ثبتٛس دس وـٛس ٔغِٛؼتبٖ، ٔحممبٖ دس ثبصٜ صٔب٘

 XGBoostٚ  یخٍُٙ تلبدف ٞبی یتٓٔغبِقٝ ٘ـبٖ داد وٝ اٍِٛس یٗا یحاػتفبدٜ وشد٘ذ. ٘تب یٗٔبؿ یبدٌیشی

 ,Shogrkhodaei)ٚ ٕٞىبساٖ ؿىشخذاییدس ٔغبِقٝ  داؿتٙذ. ٞب یتٓاٍِٛس یشثب ػب ٔمبیؼٝدس  یفّٕىشد ثٟتش

Fathnia, 2021Termeh & -Razavi)  2.5غّؾت  ثشآٚسددس ؿٟش تٟشاٖ، ثشایPM  اص ػٝ سٚؽ یبدٌیشی

. ٘تبیح ایٗ 2(SGD، خٍُٙ تلبدفی ٚ ٌشادیبٖ وبٞـی تلبدفی)AdaBoostٔبؿیٗ اػتفبدٜ ؿذٜ اػت: 

 پظٚٞؾ ٘ـبٖ داد وٝ دس ٔیبٖ ایٗ ػٝ سٚؽ، سٚؽ خٍُٙ تلبدفی فّٕىشد ثٟتشی داؿتٝ اػت.

ٞفت  ی(، دس ثبصٜ صٔبAyus, Natarajan & Gupta, 2023٘ٚ ٕٞىبساٖ ) آیٛع ٍش،ید یا دس ٔغبِقٝ

 یشیبدٌیٔختّف  هیثب اػتفبدٜ اص ؿؾ تىٙ ٗیدٜ ؿٟش ثضسي دس ػشاػش چ یثشا 2021تب  2013ػبِٝ اص ػبَ 

 یحبفؾٝ عٛلا٘، 4(Bi-GRU) دٚ خٟتٝ یا دسٚاصٜ ی، ٚاحذ ثشٌـت3(RNN) ٔىشس یؿبُٔ ؿجىٝ فلج كیفٕ

 وٛتبٜ ٔذت دٚ خٟتٝ یحبفؾٝ عٛلا٘ یوبِ٘ٛٛؿٙبِ ی، ؿجىٝ فلج5(BiLSTM) وٛتبٜ ٔذت دٚ خٟتٝ

 

                                                           
1 Root Mean Squared Error (RMSE) 

2 Stochastic Gradient Descent (SGD) 

3 Recurrent Neural Network (RNN) 

4 Bidirectional Gated Recurrent Unit (Bi-GRU) 

5 Bidirectional Long Short-Term Memory (BiLSTM) 
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(CNN-BiLSTM)1ِوٛتبٜ ٔذت دٚ خٟتٝ یحبفؾٝ عٛلا٘ ی، ؿجىٝ وبِ٘ٛٛؿٙب (Conv1D-BiLSTM)2  ٚ

-Conv1D-BiLSTM  ٚCNN٘ـبٖ داد  حی(، اػتفبدٜ وشد٘ذ. ٘تبXGBoost) بٖیٌشاد تیٔذَ تمٛ

BiLSTM تیفیدس ثشآٚسد ؿبخق و كیفٕ یشیبدٌی یٞب ٔذَ ٗیدس ث ( ٞٛاAQI)3دس  ؛داس٘ذ ی، فّٕىشد خٛث

 ,Liٚ ٕٞىبساٖ ) ِیاػت.  كیفٕ یشیبدٌی یٞب (، ثٟتش اص ٔذXGBoostَ) ٗیٔبؿ یشیبدٌیوٝ ٔذَ  یحبِ

Huo & Liu, 2022یجیتشو یٙیث ؾیثب اػتفبدٜ سٚؽ پ ٛاٖیوـٛس تب یٙجی( دس ؿٟش ؿ -LSTM

XGBoost-SVR ٚ سا ثٟجٛد ثخـٙذ یٙیث ؾیتٛا٘ؼتٙذ دلت پ ،یىب٘ٔ-یصٔب٘ یٞب یظٌیثش اػبع. 

 ,Mohammadi, Teiri, Hajizadeh, Abdolahnejad & Ebrahimiٚ ٕٞىبساٖ ) ٔحٕذی

ثب اػتفبدٜ اص  2.5PMغّؾت  ثیٙی یؾپ یثشا ،َ ٌزؿتٝ دس ؿٟش اكفٟبٖػب ی ُ٘ٝٞٛاؿٙبػ یٞب اص دادٜ(، 2024

، 4(KNNیه )٘ضد یٍبٖٕٞؼب-K(، ANN) یٔلٙٛف یفلج یٞب ؿبُٔ ؿجىٝ یٗٔبؿ یبدٌیشی یتٓچٟبس اٍِٛس

٘ـبٖ داد وٝ ثش اػبع  یح. ٘تبوشد٘ذ(، اػتفبدٜ RF) یٚ خٍُٙ تلبدف 5(SVM) یجبٖثشداس پـت ٞبی یٗٔبؿ

 یفّٕىشد ثٟتش PM2.5غّؾت  ثیٙی یؾپ یٞب ثشا ٔذَ یشثب ػب یؼٝدس ٔمب ANN  ٚRFدسكذ دلت، ٔذَ 

 داؿت.

ٔذَ ؿجىٝ  یه ،2.5PMثشآٚسد غّؾت  یثشا (Yang et al., 2024) ٚ ٕٞىبساٖ یبً٘ یٍشد یا دس ٔغبِقٝ

 یت،(، اػتفبدٜ وشد٘ذ. دس ٟ٘بRF) یخٍُٙ تلبدف یٖٛ( ٚ سٌشػLSTMٔذت ) حبفؾٝ ثّٙذٔذت ٚ وٛتبٜ یفلج

R) یخٍُٙ تلبدف یٖٛٔذَ، ٔذَ سٌشػ یبثیاسص یٞب ثب تٛخٝ ثٝ ؿبخق
2
 = 0.93 ،RMSE = 4.59 μg m

-

(، خٟت ثشآٚسد غّؾت Ren, Zhang & Fan, 2024ٚ ٕٞىبساٖ )سٖ  ا٘تخبة ؿذ. یٙٝ(، ثٝ فٙٛاٖ ٔذَ ث3ٟ

ٞب  ایٗ اٍِٛسیتٓ 6ٚ ٔذَ تّفیمی XGBoost ،MLRٞبی خٍُٙ تلبدفی،  اٍِٛسیتٓ، اص PM2.5رسات ٔقّك 

 یا دس ٔغبِقٝ ٞب ثٛد. اػتفبدٜ وشد٘ذ. ٘تبیح ٘ـبٖ دٞٙذٜ دلت ثبلای ثشآٚسد ٔذَ تّفیمی ٘ؼجت ثٝ ػبیش ٔذَ

اػتفبدٜ  یبفتٝتٛػقٝ تّفیمی اص ٔذَ  2.5PMثشآٚسد غّؾت  یثشا (،Chen et al., 2024) ٚ ٕٞىبساٖ چٗ یٍشد

ػبختٝ  یٗ،ٔبؿ یبدٌیشیٔذَ  یٗچٙذ یكٚ تّف یٝثب ػبختبس دٚ لا یثشاػبع ثشآٚسد ا٘جبؿتٍ یتٓاٍِٛس یٗا ؛وشد٘ذ

 ی،ٔؼتمُ )خٍُٙ تلبدف یٞب ٔذَ یشثب ػب یؼٝٔغبِقٝ دس ٔمب یٗدس ا یبفتٝ تٛػقٝ تّفیمیؿذٜ اػت. ٔذَ 

LightGBM
7 ٚ XGBoost دٞذ ) یسا ٘ـبٖ ٔ یثبلاتش( دلتR

2
 = 0.87). 

یٗ ٔبؿ یبدٌیشی یتٓ، ػٝ اٍِٛس(Aguilera et al., 2023) ٚ ٕٞىبساٖ آٌیّشاا٘دبْ ؿذٜ تٛػظ  پظٚٞؾدس 

ٔٛسد اػتفبدٜ لشاس  PM2.5ثشآٚسد غّؾت  یتی( دستمٛ یبٖ( ٚ ٌشادRF) یخٍُٙ تلبدف یك،فٕ یبدٌیشی )یقٙی

R ٕجؼتٍیٞ یتفّٕىشد سا ثب ضش یٗثٟتش یتٓ،ػٝ اٍِٛس یٗا یٙٝثٟ تّفیك٘ـبٖ داد وٝ  یحٌشفت. ٘تب
2
 = 0.78 

ثب اػتفبدٜ  یؼٝدس ٔمبیتٕی )اٍِٛس چٙذ یتتشو یهوٝ اػتفبدٜ اص  دٞذ ی٘ـبٖ ٔ یبفتٝ یٗ. اخٛاٞذ داددػت  ثٝ

                                                           
1 Convolutional Neural Network BiLSTM (CNN-BiLSTM) 

2 Convolutional BiLSTM (Conv1D-BiLSTM) 

3 Air Quality Index (AQI) 

4 K-Nearest-Neighbors (KNN) 

5 Support Vector Machine (SVM) 

6 Ensemble Model 

7 Light Gradient Boosting Model (LightGBM) 
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فٛق  یجیتشو یىشدسٕٚ٘بیذ.  سا ثشآٚسد PM2.5غّؾت  یثشتشؤٔثٝ عٛس  تٛا٘ذ یٔ یی(ثٝ تٟٙب یتٓاص ٞش اٍِٛس

ثٝ ٕٞشاٜ سا  یتٓدس ثشاثش ٘مبط ضقف ٞش اٍِٛس تٚ ٔمبٚٔ ٞب یظٌیٚ تش یـثٟجٛد دلت، پٛؿؾ ٚػٕٞچٖٛ  یبییٔضا

 .خٛاٞذ داؿت

ٞبی آٔبسی ٔجتٙی ثش  یٗ ثخؾ ٘ٛیٙی اص سٚؽٔبؿ یبدٌیشی ٞبی یتٓاٍِٛسٕٞب٘غٛس وٝ دس ٔتٗ اؿبسٜ ٌشدیذ، 

، افضایـی AODصٔیٙی ثشاػبع  2.5PMغّؾت  ثشآٚسد( ٚ سٚ٘ذ اػتفبدٜ اص آٟ٘ب دس 6ی ثٛدٜ )ؿىُ صٔب٘د٘جبِٝ 

 اػت.

 
 ای ّای زهیٌی ٍ هاَّارُ براساض دادُ PM2.5غلظت  برآٍرد بیٌی/ ّای هختلف پیص رٍش -6 ضکل

Fig.6. Various Methods for Predicting/Estimating PM2.5 Concentrations Based on Ground 

and Satellite Data 

 گیری ًتیجِ

اػت وٝ  آٖ یبٍ٘شٔغبِقبت ثدٞذ.  اسائٝ ٔی یٔٙبػج یبسٔق AODؿبخق صٔیٙی،  PM2.5غّؾت  ثشآٚسددس 

ٞبی وٕىی ٘ؾیش ؿشایظ اتٕؼفشی )سعٛثت ٘ؼجی ٞٛا، دٔبی ػغحی، فبكّٝ دیذ افمی ٚ ػشفت  اػتفبدٜ اص دادٜ

تأثیشٌزاس خٛاٞذ ثٛد. ثب ایٗ ٚخٛد، افضایؾ تقذاد  PM2.5  ٚAOD یٕٞجؼتٍٚ خٟت ثبد(، ثش تمٛیت 

اٞذ ٞبی یبدٌیشی ٔبؿیٗ خٛ پبسأتشٞبی ٔٛسد اػتفبدٜ، ٔٙدش ثٝ پیچیذٌی سٚاثظ ٚ افضایؾ خغبی اٍِٛسیتٓ
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 تقذاد یشیتدس ا٘تخبة ٚ ٔذ ییتٛا٘بٞبی تّفیمی یبدٌیشی دس چٙیٗ حبلاتی، ثٝ دِیُ  ؿذ. اػتفبدٜ اص اٍِٛسیتٓ

 PM2.5ٞبی ثىبس سفتٝ دس ثشلشاسی ٕٞجؼتٍی لٛی ثیٗ غّؾت  یبد، تٛكیٝ ؿذٜ اػت. ٔدٕٛفٝ دادٜص پبسأتشٞبی

 تٛػظ ٔحممبٖ فجبستٙذ اص: AODؿبخق صٔیٙی ٚ 

 MODIS  ٚOMI ی( وٝ اص ػٙؼٛسٞبAODآئشٚػُ ) ی: ؿبُٔ فٕك ٘ٛسیا ٔبٞٛاسٜ یٞب دادٜ)اِف( 

 ا٘ذ. اػتخشاج ؿذٜ

 ػشفت ثبد، خٟت ثبد ٚ ثبسؽ. ی،دٔب، سعٛثت ٘ؼج یشٞبی: ؿبُٔ ٔتغیٞٛاؿٙبػ ٞبی یؼتٍبٜا ٞبی )ة( دادٜ

 ی،ا تشاوٓ ؿجىٝ خبدٜ یت،، تشاوٓ خٕق 1(NDVI) یبٞی: ؿبُٔ ؿبخق پٛؿؾ ٌیٙیصٔ ٞبی )ج( دادٜ

 ٞب. استفبؿ ٚ تقذاد ػبختٕبٖ

 .CO ،O3 ،NO ،NO2  ٚSO2ٔب٘ٙذ  ٞب یٙذٜآلا یشػب ٚ PM2.5ٞٛا: ؿبُٔ غّؾت  یآِٛدٌ ٞبی )د( دادٜ

ٞب ٚ اػتفبدٜ ٕٞضٔبٖ اص چٙذ پبسأتش ٚ  ٔغبثك ثب تحمیمبت ا٘دبْ ٌشفتٝ، ثب تٛخٝ ثٝ حدٓ ثبلای دادٜ

 یبدٌیشی ٞبی یتٓاٍِٛس، وٙٙذٜ ثیٙی یؾپ یشٞبیٔتغ ٚ PM2.5 یٗث یشخغیغ  ٚخٛد ساثغٕٝٞچٙیٗ ثٝ دِیُ 

 یشٔتغ ثیٙی یؾٔؼتمُ، وٝ لبدس ثٝ پ یشٔتغ یبدیتقذاد ص یشیتثشتش دس ا٘تخبة ٚ ٔذ ییتٛا٘بٛاػغٝ ثیٗ ٔبؿ

دس ػبِیبٖ اخیش دس وبٖ٘ٛ تٛخٝ  ٞؼتٙذ، یچیذٜپ ٔؼبئُحُ وشدٖ  ٚٞب  دادٜ یـشفتٝپ یُدس ٔؼبئُ تحّ ٚاثؼتٝ

 .ا٘ذٌشفتٝ ٔحممبٖ لشاس 

پزیش ثٛدٖ،  ا٘قغبف یمتش،دل یثشآٚسدٞب ٞبی تشویجی ثٝ دِیُ یٗ، ٔذَٔبؿ یبدٌیشی ٞبی یتٓاٍِٛسدس ثیٗ 

، دس ثشآٚسد آٔٛصؽ ٚ ثشآٚسد یصٔبٖ وٕتش ثشاٚ كشف  ٌٕـذٜٞبی  پشداصؽ ٔٛاصی ٚ ػشفت ثبلا، تٛخٝ ثٝ دادٜ

 ٞب ثٝ تٟٙبیی، داؿتٝ ا٘ذ. اٍِٛسیتٓ صٔیٙی فّٕىشد ٔٙبػجتشی ٘ؼجت ثٝ فّٕىشد ٞشیه اص PM2.5غّؾت 

RF ،XGboost ٚ CNN ٕٞچٖٛٔذَ ) یٗوٝ چٙذ تشویجی ٞبی یتٓاٍِٛس
سا  3ػٌٛیشی وٙٙذ، یٔ یت( سا تشو2

ثب ٚخٛد  ٔٛثش ٞؼتٙذ. ثیٙی یؾثٟجٛد دلت پ دٞٙذ ٚ دس یٔ یؾسا افضا ٞب ثیٙی یؾاػتحىبْ پ ،وبٞؾ دادٜ

تغییشات ٚ  یٚسٚد یٞب دس دادٜ یتفذْ لغق یُثٝ دِ یرات ٞبی یتٔحذٚدٞب ٚ  ٞٙٛص چبِؾ ٞبی اخیش، یـشفتپ

اص  یؾ)ث تش یعٛلا٘ ثیٙی یؾپ یٞب افك یٞب ثشا ٔذَ ؿتٝ ٚ اثشثخـیٚخٛد دا ی، دس ایٗ صٔیٙٝٞٛاؿٙبػ خٛی ٚ

 .یبثذ یوبٞؾ ٔ ،ٔٛاسد( یػبفت دس ثشخ 12

 ی،ٚسٚد یٞب دس دادٜ یٙبٖثٝ فذْ اعٕ ٖتٛا یٞب ثپشداصد ٔ ثٝ آٖ یذثب یآت یمبتٞب وٝ تحم چبِؾ یٗاص خّٕٝ ا

 یٗسفـ ا یاؿبسٜ وشد. ثشا ی،چٙذٔٙجق یٞب دادٜ یتثٝ تشو یبصٚ ٘ یٚ ٔىب٘ یصٔب٘ تغییشاتاص  ی٘بؿ ٞبی یچیذٌیپ

 یشیتٔذ یتذ وٝ لبثّ٘ٔتٕشوض ؿٛ تش یـشفتٝپ یجیتشو ٞبی یتٓثش تٛػقٝ اٍِٛس یذثب یٙذٜآ یمبتٞب، تحم چبِؾ

اػتفبدٜ  یٗ،. ٕٞچٙٙذسا داؿتٝ ثبؿ یغیٔح ییشاتثب تغ یكٞب ٚ تغج دادٜ یٌٕـذٜ، پشداصؽ حدٓ ثبلا یٞب دادٜ

 یٞب )ٔب٘ٙذ دادٜ یوٕى یشٞبیٔتغ یفیتثبلاتش، ثٟجٛد و یٚ صٔب٘ یثب ٚضٛح ٔىب٘ یا ٔبٞٛاسٜ یٞب اص دادٜ

دٞذ.  یؾسا افضا ٞب ثیٙی یؾپ دلت تٛا٘ذ یٚ ػٙدؾ اص دٚس ٔ یٙیصٔ ٞبی یؼتٍبٜا یٞب دادٜ یك( ٚ تّفیٞٛاؿٙبػ

                                                           
1 Normalized Difference Vegetation Index (NDVI) 

2 Convolutional Neural Network 

3 Bias 
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سا داؿتٝ ثبؿٙذ،  ییٚٞٛا آة ییشاتثّٙذٔذت تغ یشاتتأث ثیٙی یؾپ ییوٝ تٛا٘ب ییٞب ٔذَ یعشاح یٗ،فلاٜٚ ثش ا

 وٙذ. یدبدا یٙذٜآ یٞب پظٚٞؾ یثشا یذیخذ یشٔؼ تٛا٘ذ یٔ
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