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Exposure to fine particulate matter (PM₂.₅) significantly impacts public health, 

particularly in regions where annual average levels of PM₂.₅ exceed the World 

Health Organization (WHO) guidelines. According to the literature, in Iran, 

elevated fine particulate matter levels contribute substantially to mortality 

among adults. The spatial coverage limitations and intermittent data gaps of 

ground PM₂.₅ monitoring stations pose challenges for effective air quality 

management. 

The products of remote sensing technologies, such as Aerosol Optical Depth 

(AOD) from the Moderate Resolution Imaging Spectroradiometer (MODIS) 

sensors, offer a promising alternative for fine particulate matter estimation. 

This study reviews previous research on using machine learning algorithms to 

predict PM₂.₅ ground concentrations based on AOD data. A structured analysis 

of 127 selected studies reveals varying correlations between AOD and PM₂.₅ 

(with the resultant coefficient of determination, R², between ground PM₂.₅ 

concentrations and AOD data ranging from 48 to 99%), influenced by auxiliary 

variables like meteorological conditions and environmental factors. 

Integrating these variables enhances prediction accuracy, though it may 

increase complexity and potential errors in machine learning models. The 

hybrid machine learning models demonstrate superior performance compared 

to individual algorithms, leveraging their adaptability, parallel processing 

capabilities, and ability to handle missing data. Despite advancements, 

challenges persist due to data uncertainty and meteorological dynamics. 

In conclusion, while machine learning offers robust tools for PM₂.₅ forecasting 

using AOD data, ongoing research is essential to address existing limitations and 

optimize model performance amidst environmental variability. 
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Extended Abstract 

Introduction 

Air pollution, an inevitable consequence of industrialization, climate change, and 

increased fossil fuel usage, has emerged as a critical environmental concern, especially 

in urban areas. Globally, air pollution is recognized as one of the leading environmental 

health risks, contributing significantly to premature mortality and morbidity, with Iran 

ranking particularly high in terms of annual deaths linked to air pollution. Recent data 

place air pollution as the eighth leading global risk factor for mortality and the seventh in 

Iran, underlining its severe public health implications. The health effects range from 

respiratory and cardiovascular diseases to heightened risks of cancer. Emerging evidence 

also highlights the psychological and cognitive effects of air pollution, linking it to 

anxiety, depression, reduced cognitive performance, and even increased criminal 

tendencies. 

Among air pollutants, fine particulate matter (PM₂.₅) is especially concerning due to its 

ability to penetrate deep into the respiratory system and bloodstream, causing widespread 

systemic harm. PM₂.₅ particles, with diameters of 2.5 microns or less, are associated with 

increased risks of heart attacks, strokes, and chronic lung diseases. In Iran, approximately 

75,000 deaths annually are attributed to PM₂.₅ exposure. The average population-

weighted PM₂.₅ concentration in the country stands at 48 μg/m³—substantially higher 

than the World Health Organization’s recommended maximum of 10 μg/m³. Such 

alarming figures underscore the critical need for effective air quality management 

strategies, including accurate and consistent monitoring of PM₂.₅ concentrations. 

Conventional ground-based air quality monitoring stations are valuable for tracking 

PM₂.₅ levels but are limited by their sparse spatial coverage, especially in smaller cities 

and rural regions. To complement ground-based monitoring, remote sensing technologies 

have gained prominence as a means of providing broader spatial coverage. Aerosol 

Optical Depth (AOD), derived from satellite observations, is a key parameter for 

assessing atmospheric aerosols and estimating PM₂.₅ concentrations. Sensors such as the 

Moderate Resolution Imaging Spectroradiometer (MODIS) have been instrumental in 

providing AOD data through retrieval algorithms like Dark Target (DT) and Deep Blue 

(DB). However, traditional approaches for converting AOD data into PM₂.₅ 

concentrations often fall short in accuracy and adaptability, necessitating the exploration 

of advanced methodologies like machine learning. 

The Preferred Reporting Items for Systematic Reviews and Meta-Analyses (PRISMA) 

method was employed in the present paper to evaluate relevant studies and summarize 

the findings of previous research. The main advantage of this method compared to others 

lies in its high accuracy in extracting information, reducing bias, and providing a 

comprehensive and well-documented perspective on previous research findings. This 

approach, particularly in studies based on quantitative data, yields stronger and more 

reliable results. The focus of the analysis was centered on three main axes: 

1. Identifying factors that significantly influence the establishment of a statistically 

meaningful correlation between AOD data obtained from satellite imagery and 

PM₂.₅ data derived from ground-based monitoring; 

2. Assessing the success rate of previous research in establishing such correlations 

using statistical indicators; and 
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3. Examining the machine learning algorithms employed in these studies. 

 

Material and Methods 

This study systematically reviews machine learning algorithms used for estimating PM₂.₅ 

concentrations based on AOD data, focusing on their performance, scalability, and 

adaptability across diverse environmental settings. The primary objectives are to identify 

the strengths and limitations of existing methodologies, highlight gaps in current 

research, and propose avenues for improvement. 

To ensure a comprehensive analysis, the study employed a systematic review and meta-

analytical approach based on the PRISMA guidelines. Reputable scientific databases, 

including PubMed, Google Scholar, and Science Direct, were queried using keywords 

(Fig. 1) such as "PM₂.₅ estimation," "Aerosol Optical Depth," and "machine learning." 

An initial pool of 977 documents was narrowed down to 127 highly relevant articles 

through a rigorous screening process (Fig. 2). Key extraction parameters included the 

correlation between AOD and PM₂.₅, machine learning models employed, and 

performance metrics such as R² values, root mean square error (RMSE), and mean 

absolute error (MAE). 

Results and Discussion 

Correlation between AOD and PM₂.₅ 

Numerous studies demonstrate a strong correlation between AOD values and ground-

level PM₂.₅ concentrations, although the strength of this relationship varies based on 

geographical, meteorological, and land-use factors (Fig. 3 and Table 1). Meteorological 

conditions such as temperature, relative humidity, and wind speed significantly influence 

the correlation by affecting aerosol properties and atmospheric dispersion. Additionally, 

land-use characteristics—such as urban density, vegetation cover, and proximity to 

industrial zones—modulate local PM₂.₅ levels. 

Incorporating these auxiliary variables (see Fig. 4) into predictive models has proven 

effective in enhancing the accuracy of PM₂.₅ estimations. For example, regression models 

integrating meteorological and traffic data achieved significantly improved performance 

compared to models relying solely on AOD data. However, the inclusion of too many 

auxiliary variables can lead to overfitting, reducing the model's generalizability. 

Balancing model complexity with predictive accuracy remains a key challenge in this 

domain. 

Machine Learning Algorithms for PM₂.₅ Estimation 

Machine learning (ML) methods have revolutionized the estimation of PM₂.₅ 

concentrations from AOD data by effectively capturing the complex, non-linear 

relationships between variables. Among these, ensemble learning models such as 

Random Forest (RF) and XGBoost have consistently outperformed traditional linear 

regression models due to their ability to handle high-dimensional data and mitigate 

biases. Deep learning techniques, including Convolutional Neural Networks (CNNs) and 

Long Short-Term Memory (LSTM) networks, have also shown promise, particularly in 

time-series predictions of PM₂.₅ levels. Studies comparing ML algorithms highlight the 

superior performance of ensemble models, especially when combined with feature 
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selection techniques to reduce input data redundancy. For instance, hybrid approaches 

that integrate RF and XGBoost have achieved R² values exceeding 0.9 in several case 

studies, indicating exceptional predictive power. Furthermore, the use of advanced 

optimization techniques, such as Bayesian optimization, has enhanced the performance 

of these models by fine-tuning hyperparameters. 

Limitations and Challenges 

Despite the advancements in ML-based PM₂.₅ estimation, several challenges persist. The 

accuracy of these models is highly dependent on the quality of input data, which can be 

compromised by factors such as cloud cover, sensor limitations, and temporal 

mismatches between satellite observations and ground measurements. Additionally, the 

variability in meteorological conditions introduces uncertainties that are difficult to 

account for, particularly in regions with complex topography. Another limitation is the 

reliance on high-resolution satellite imagery, which is often expensive and not readily 

available for all regions. Addressing these challenges requires integrating data from 

multiple sources, including ground-based sensors, satellite datasets, and meteorological 

models. The development of robust data fusion techniques is essential for improving the 

scalability and reliability of PM₂.₅ estimation models. 

Potential Applications and Future Directions 

Future research should focus on developing hybrid algorithms that combine the strengths 

of multiple ML techniques, such as deep learning and ensemble learning. These 

algorithms should be capable of handling diverse datasets, enhancing temporal and 

spatial resolution, and addressing data uncertainty. Additionally, integrating long-term 

climate change scenarios into these models could provide more comprehensive insights 

into the dynamics of air pollution. 

Conclusion 

This study underscores the utility of AOD as a proxy for estimating PM₂.₅ concentrations 

and highlights the transformative potential of machine learning in enhancing the accuracy 

and scalability of air quality monitoring (please refer to Figs. 5 and 6). Ensemble learning 

models, particularly hybrid approaches, offer significant advantages in capturing the 

complex interactions between AOD and PM₂.₅. However, addressing challenges related 

to data quality, meteorological variability, and scalability is crucial for realizing the full 

potential of these methods. 

 



 

 

های عمق نوری آئروسل برگرفته از ماهواره با  دادهفراکاوی و مرور سیستماتیک ادغام 

 (2.5PMیادگیری ماشین در برآورد غلظت ذرات معلق ریز )

 1، مهدی قنبرزاده لک1رسول طاهریان اصفهانی

 گروه مهندسی عمران، دانشکده فنی و مهندسی، دانشگاه ارومیه، ارومیه، ایران1

 چکیده  اطلاعات مقاله

 تاریخچه مقاله 

 1403/ 4/ 23تاریخ دریافت: 

 1403/ 9/ 11تاریخ بازنگری: 

 1403/ 10/ 5تاریخ پذیرش: 

( آلاینده هوا، به ویژه در مناطقی که میانگین سالانه  2.5PMقرار گرفتن در معرض ذرات ریز ) 
های سازمان بهداشت جهانی فراتر است، به طور قابل توجهی بر سلامت  آن از دستورالعمل 
، به میزان قابل توجهی بر  2.5PMگذارد. در ایران، افزایش سطح مواجهه با عمومی تأثیر می 
های پوشش مکانی و شکاف  میان بزرگسالان نقش داشته است. محدودیت مرگ و میر در 

هایی را در مدیریت مؤثر کیفیت هوا ایجاد  های پایش زمینی، چالش های ایستگاه مقطعی داده 
فناوری  محصولات  است.  عمق نموده  مانند  دور،  از  سنجش  ) نوری های  (  AODآئروسل 

حسگرهای   از  امیدوارکننده MODISبرگرفته  جایگزین  برآورد  ،  در  شما   2.5PMای  ر  به 
های یادگیری ماشین  روند. در مقاله حاضر، تحقیقات پیشین درزمینه استفاده از الگوریتم می 

است. تجزیه و تحلیل ساختاری  ، مرور شده AODهای  بر اساس داده   2.5PMدر برآورد غلظت  
  2Rنشان داد )   2.5PMو    AODهای متفاوتی را بین  مطالعه انتخاب شده، همبستگی   127

محدوده   می % 99تا    48در  که  بهره (،  با  شرایط  تواند  نظیر  کمکی  متغیرهای  از  گیری 
هواشناسی و عوامل محیطی، بهبود یابد. اگرچه ادغام این متغیرها، دقت برآورد را افزایش  

مدل می  در  را  بالقوه  و خطاهای  پیچیدگی  عین حال،  در  ولی  یادگیری دهد،  ماشین  های 
مدل  داد.  خواهد  ماشین افزایش  یادگیری  با    های  مقایسه  در  را  بهتری  عملکرد  ترکیبی 

می الگوریتم  نشان  فردی  مدیریت  های  و  موازی  پردازش  انطباق،  قابلیت  چراکه  دهند، 
هایی به دلیل عدم  های اخیر، هنوز چالش رغم پیشرفت های ازدست رفته را دارند. علی داده 

های یادگیری  اند. الگوریتم های هواشناسی، باقی مانده ها و دینامیک بودن پدیده قطعیت داده 
دهد، لیکن  ارائه می   AODبر اساس شاخص    2.5PMماشین، اگرچه ابزاری قوی در برآورد  

سازی عملکرد مدل متناسب با تغییرات  ها و بهینه تحقیقات آتی در راستای رفع محدودیت 
 محیطی، ضروری است. 

 کلمات کلیدی:
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 چکیده تصویری

 

 

 مقدمه 

امروزه بحث آلودگی هوا به عنوان پیامدی از توسعه فرآیندهای صنعتی، تغییرات اقلیمی و افزایش استفاده  

 محیطی خصوصاً در شهرهای بزرگ تبدیل شده استمعضلات جدی زیست های فسیلی، به یکی از  از سوخت 

(Abbas, Ekowati, Suhariadi & Fenitra, 2023; Bai, Wang, Ma & Lu, 2018; Bono et al., 2015; 

Izah, Iyiola, Yarkwan & Richard, 2023; Jia, Li, Chen & Yang, 2023; West et al., 2016; Lu, Li, 

Li & Al-Barakani, 2021 ای که در سطح جهانی، به عنوان هشتمین عامل خطر و در کشور ایران به (. بگونه

 Institute for Environmentalشود )عنوان هفتمین عامل خطر با بالاترین تعداد مرگ و میر سالانه، شناخته می 

Research, 2019گیری از به مخاطره افتادن ریزی و اجرای اقدامات حفاظتی کیفیت هوای آزاد، با پیش (. طرح

سلامتی افراد در معرض )به عنوان نیروی محرکه توسعه صنعتی( و در نتیجه کاهش غیبت افراد در محیط کاری 

وری فردی کارکنان، منجر به رشد و شکوفایی اقتصادی جوامع خواهد شد. از دیدگاه  و جلوگیری از کاهش بهره 

شناختی، آلودگی هوا یکی از دلایل اصلی ایجاد اضطراب در رابطه با سلامتی و آینده، کاهش شادکامی، روان 

باشد. در عین حال، به لحاظ شناختی، افزایش افسردگی و بروز اختلالات روانی همچون اسکیزوفرنی و اوتیسم می 

گیری افراد را تحت تأثیر قرار داده و از نقطه نظر اجتماعی، منجر به تشدید  تواند عملکرد تصمیمآلودگی هوا می

(. به بیان دیگر، آلودگی هوا نه تنها سلامت افراد، بلکه سلامت Lu, 2020)  رفتارهای مجرمانه و غیر اخلاقی گردد

 اندازد.جامعه را نیز به مخاطره می 
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آلاینده دسته  متحرک( بندی  و  ساکن  منابع  از  گاز خروجی  در  یا  آزاد  هوای  در  شناسایی  )قابل  هوا  های 

پذیری، خصوصیات پراکنش  های واکنش ها، ویژگی های مختلفی همچون ترکیب شیمیایی گونهبراساس دیدگاه 

های کوتاه یا طولانی و اثرات تدریجی بر سلامتی انسان و/یا  در هوا، پایداری در محیط، توانایی انتقال در مسافت

توان در  های هوا را می شود. با این وجود و با در نظر گرفتن برخی خصوصیات مشابه، آلاینده حیوانات، انجام می

های گازی )مانند دی اکسید گوگرد، منوکسید کربن، اکسیدهای نیتروژن، ازُُن و  ( آلاینده 1چهار طبقه کلی )

( فلزات سنگین )نظیر  3؛ )2ها( ها و فیورناکسین )همچون دای   1های آلی دیرپا ( آلاینده 2ترکیبات آلی فرار(؛ )

بندی طبقه  10PM4و    2.5PM3( ذرات جامد معلق )که در ادبیات فنی در دو دسته کلی  4سرب و جیوه(؛ و )

های معیار کیفیت هوای آزاد،  (. در این بین، آلاینده Kampa & Castanas, 2008)   بندی نمودشوند(؛ دستهمی

شوند که اولاً حضور آنها در هوای آزاد شهری متداول بوده و ثانیاً سطوح قابل قبولی از  ترکیباتی را شامل می

آزاد، تعیین شده است. براساس استانداردهای  قرار گرفتن در معرض آنها توسط استانداردهای کیفیت هوای 

اکسید  ها شامل اُزُن، منوکسید کربن، سرب، دی زیست ایالات متحده امریکا، این آلایندهسازمان حفاظت از محیط 

(. ذرات معلق با قطر آئرودینامیکی مساوی U.S. EPA, 2024)  باشنداکسید نیتروژن و ذرات معلق، میگوگرد، دی 

از   از آلاینده mμ  5/2  (2.5PMیا کمتر   ، آزاد محسوب می(  از طریق  های مهم کیفیت هوای  قادرند  گردند و 

های ترین حالات آلرژی تا بیماری از ساده   2.5PMدستگاه تنفسی انسان، وارد جریان خون شوند. اثرات استنشاق  

بیماری -قلبی به  مبتلا شدن  افزایش خطر  و همچنین  استعروقی  متغیر   ,Bell, Dominici)   های سرطانی، 

Ebisu, Zeger & Samet, 2007; Chen et al., 2021; Chudnovsky et al., 2013; Feng, Li, Wang & Du, 

2020; Li, Yu, Huang, Sun & Jia, 2023; Moryani, Kong, Du & Bao, 2020; Nabavi, Haimberger & 

Abbasi, 2019; Osimobi, Yorkor & Nwankwo, 2019; Perrone et al., 2013; Pope III & Dockery, 

2006; Saeed, Hussain, Awan & Idris, 2017; Xiao et al., 2017; Xue et al., 2022; Yan, Zang, Luo, 

Jiang & Li, 2020; Kelly & Fussell, 2012; Institute for Environmental Research, 2019; He & 

Huang, 2018 ).   

هزار( به دلیل قرار    8۶تا    ۶2هزار مرگ و میر )بین    75مطالعات اخیر نشان دادند که در ایران، سالانه حدود  

افراد در معرض ذرات معلق محیطی   از کل مرگ و میر    24است )یعنی چیزی حدود    2.5PMگرفتن  درصد 

 2.5PMجمعیتی سالانه، در ایران غلظت آلاینده  - سال در ایران(. بر اساس میانگین وزنی  25سالانه افراد بالای  

شود که نسبت به میانگین جهانی برآورد می  g mμ  48-3باشند(، حدود  در هوای آزاد )که افراد در معرض آن می

برابر بیشتر از سطح توصیه   8/4( کمی پایین است؛ اما با این وجود، همچنان قریب به  g mμ  51-3آن )یعنی  

و تقریباً چهار برابر بیشتر از استاندارد ملی   g mμ  10-3یعنی    5( WHOشده توسط سازمان بهداشت جهانی )

(. بنابراین ضروری است که میزان این ذرات به طور Institute for Environmental Research, 2019است )

 (. Xu, Chen, Yang, Tang & Dong, 2021)  گیری و در خصوص کنترل غلظت آن، مراقبت شودمستمر اندازه 

 
1 Persistent organic pollutants 

2 Dioxins and Furans 

3 Particulate Matter less than 2.5 micrometers in aerodynamic diameter (PM2.5) 

4 Particulate Matter less than 10 micrometers in aerodynamic diameter (PM10) 

5 World Health Organization (WHO) 
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های زمینی پایش در هوای آزاد شهری توسط ایستگاه   2.5PMگیری ساعتی و روزانه غلظت ذرات معلق  اندازه 

پیش  و  هوا  مکانی کیفیت  پوشش  حال،  این  با  است.  برخوردار  توجهی  قابل  اهمیت  از  آن،  آتی  بینی شرایط 

های پایش زمینی محدود بوده و در مواقعی از سال، ممکن است بدلیل نیاز به واسنجی تجهیزات یا  ایستگاه 

های زمینی پایش کیفیت هوای نصب مسائل نگهداری، از مدار خارج شوند. علاوه بر آن، تعداد اندک ایستگاه 

شده در شهرهای کوچک، امکان پاسخگویی مناسب قبل از وقوع رخداد آلودگی هوا را تا حد زیادی محدود 

های سنجش از دور به عنوان ابزاری گیری از تکنولوژی هایی در راستای بهرهنموده است. در سالیان اخیر تلاش

های هوا جهت تر فضایی و زمانی از غلظت آلاینده توان پوشش گستردهجایگزین، صورت گرفته و بدین ترتیب می 

 (. Hu, Liebens & Rao, 2011؛ Chudnovsky et al., 2013) اقدامات پیشگیرانه در دسترس داشت

های سنجش از  در هوای آزاد براساس تکنولوژی   PMهای  یکی از پارامترهای اصلی برآورد غلظت آلاینده

آید و در مطالعات پیشین به ای بدست میاست که از طریق تصاویر ماهواره   1(AODدور، عمق نوری آئروسل )

(. شاخص Li, Ma, Xu & Song, 2018b؛  Meng et al., 2016)  برداری شده است ای از آن بهره طور گسترده 

AOD    معیار مناسبی در برآورد میزان ذرات معلق موجود در جو است که بر اساس نسبت امواج خورشیدی وارد

بطور   AODگردد.  شده، محاسبه می شده توسط اتمسفر )به علت تعامل با ذرات( و طول مسیر طی شده و جذب 

داده و  شده  تعیین  هوا  از  عمودی  ستون  یک  در  سنجنده  معمول  توسط  تولیدی  طور   MODIS2های  به 

 ,Mao, Qiu؛  Taheri Shahraiyni & Sodoudi, 2016)  استای، بدین منظور مورد استفاده قرار گرفته  گسترده 

Kusano & Xu, 2012( الگوریتم اهداف تیره .)DT)3  ( و الگوریتم آبی عمیقDB)4  دو الگوریتم متداول در ،

 ,.Nabavi et al)  روند به شمار می  MODISهای آئروسل از محصول تصحیح اتمسفری سنجنده  بازیابی ویژگی 

2019 .) 

از این مفهوم فیزیکی   DT( معرفی شد.  Kaufman et al., 1997)  توسط کافمن و همکاران  DTالگوریتم  

تر  ها، روشنها و سطح اقیانوستر زمین مانند جنگلالهام گرفته است که ذرات معلق در هوا از سطوح تاریک 

هستند. به دلیل محدودیت این الگوریتم در شناسایی ذرات معلق خصوصاً در مناطق شهری و بیابانی که دارای  

باشند، بازیابی دقیق ذرات معلق، یک چالش بزرگ بوده است. همین موضوع سبب شد تا هسو سطوح روشن می

ای را بر روی تصاویر ماهواره   DB(، الگوریتم دیگری به نام  Hsu, Tsay, King & Herman, 2004و همکاران )

MODIS   نانومتر    412سازی کنند. در الگوریتم اخیر از باند طول موجی  کیلومتری پیاده  10پذیری  با تفکیک

 ,.Nabavi et alتر هستند )ها از هر نوع سطح زمینی، روشناستفاده شد که آبی عمیق نام دارد و در آن آئروسل

2019 .) 

های مختلف یادگیری ماشین بکار رفته در برآورد غلظت هدف اصلی در مقاله مروری حاضر، بررسی الگوریتم 

های زمینی است. با توجه به نوپا و میزان تطابق آنها با نتایج پایش   AODهای  ذرات معلق ریز با استفاده از داده

 
1 Aerosol Optical Depth (AOD) 

2 Moderate Resolution Imaging Spectroradiometer (MODIS) 

3 Dark Target (DT) 

4 Deep Blue (DB) 



 قنبرزاده لک و   طاهریان اصفهانی

 ...  های عمق نوریسیستماتیک ادغام دادهفراکاوی و مرور 
  159 

 
های های یادگیری ماشین در این شاخه از علوم و با عنایت به این موضوع که برخی روش بودن کاربرد الگوریتم

تاکنون مورد استفاده قرار گرفته اند، دامنه مطالعه مروری   AODهای  از داده   2.5PMسنتی نیز در برآورد غلظت  

زمینی    2.5PMتر انتخاب شد و مقالات و مستنداتی که به بررسی همبستگی ما بین غلظت  حاضر قدری گسترده 

 گیری از یادگیری ماشین پرداخته بودند، مورد توجه قرار گرفتند. با یا بدون بهره  AODهای و داده 

های مختلفی جهت گردآوری و تحلیل اطلاعات وجود دارد. مرور لازم بذکر است در مطالعات مروری، روش 

شناسی مشخص است؛ این روش  پردازد و معمولاً فاقد ساختار دقیق و روش به مرور کلی مطالعات می  1سنتی

با استفاده    2بیشتر برای مطالعات مقدماتی مناسب بوده و ممکن است شامل سوگیری شود. مرور سیستماتیک 

پردازد  از رویکردی ساختاریافته و منظم، به شناسایی و ارزیابی مطالعات مرتبط با یک سؤال پژوهشی خاص می

های تحقیقاتی و  نیز برای شناسایی شکاف  3ای تر و جامع، طراحی شده است. مرور دامنهو برای ارائه نتایج دقیق 

رود، اما برخلاف مرور سیستماتیک، بر کیفیت مطالعات تأکید  ها به کار میارزیابی گستردگی موضوعی پژوهش 

های آماری مطالعات مختلف را  یا فراکاوی یک روش کمی است که داده  4آنالیز -کمتری دارد. علاوه بر این، متا 

 دهد. ترکیب کرده و نتایج جامع و قابل اعتمادی ارائه می

( فراکاوی  و  از روش مرور ساختاریافته  مروری حاضر،  و در مطالعه  گیری  بهره   PRISMA)5بدین منظور 

گردید. این رویکرد به دلیل ساختار دقیق و منظم خود، امکان شناسایی و ارزیابی مطالعات مرتبط را فراهم  

نماید. مزیت سازی میهای آماری، نتایج مطالعات پیشین را تحلیل و خلاصه گیری از تکنیککند و با بهرهمی

های دیگر، دقت بالا در استخراج اطلاعات، کاهش سوگیری و ارائه یک دیدگاه  اصلی این روش نسبت به روش 

های های مبتنی بر داده های پیشین است. این ترکیب، به ویژه در پژوهش های پژوهش جامع و مستند از یافته 

آورد. کانون توجه در استخراج نتایج از مقالات و مستندات بر تر و قابل اعتمادتر فراهم میکمی، نتایجی قوی 

، که از  AODهای  دار از نقطه نظر آماری بین داده ( تعیین عوامل مؤثر بر ایجاد همبستگی معنی 1سه محور )

( میزان موفقیت تحقیقات 2حاصل از پایش زمینی؛ ) 2.5PMهای آید و داده ای بدست میطریق تصاویر ماهواره 

های یادگیری ماشین بکار  ( الگوریتم 3های آماری؛ و نهایتاً )پیشین در ایجاد همبستگی فوق براساس شاخص

 رفته؛ متمرکز بوده است.

 تحقیق  روش 

گیری از آنها قادر  مقالات مبتنی بر روش مرور ساختاریافته و فراکاوی، از این جهت که متخصصان با بهره 

روز باشند، دارای اهمیت قابل توجهی است. اساس کار در این روش،  خواهند بود تا در زمینه تخصصی خود به

های ساختار یافته و صریح در شناسایی، ای مشخص و معین بوده و بدین منظور از الگوریتم بررسی سؤال یا مسأله

ارزیابی منصفانه مطالعات مرتبط استفاده می نتایج انتخاب و  با گردآوری و تجزیه و تحلیل  نماید. در نهایت، 

 
1 Traditional Review 

2 Systematic Review 

3 Scoping Review 

4 Meta-Analysis 

5 Preferred Reporting Items for Systematic Reviews and Meta-Analyses (PRISMA) 
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های پیشین حاصل شده در شاخه مورد  ای از پیشرفت مطالعات پیشین طی جداول و اشکال )فراکاوی(، خلاصه

های آماری به تجزیه و تحلیل تحقیق، به خوانندگان ارائه خواهد شد. به بیان دیگر، فراکاوی با استفاده تکنیک

 ,Moher, Liberati, Tetzlaff, Altman & PRISMA Groupپردازد )سازی نتایج مطالعات پیشین می و خلاصه 

برای شناسایی، غربالگری و انتخاب مقالات مرتبط استفاده شده   PRISMA(. در این مطالعه، از رویکرد  2009

 PubMed  ،Googleهای اطلاعاتی  است. برای جستجوی مطالعات پیشین، مستندات منتشر شده در پایگاه 

Scholar    وScience Direct   مورد بررسی قرار گرفت. جستجوی مدارک با ترکیب دو گروه از کلمات کلیدی

های توصیف کننده برآورد آلودگی هوا  ای که گروه اول شامل کلید واژه گیری گردید. بگونهمرتبط با موضوع، پی

شدند. جستجوی مدارک  های مربوط به یادگیری ماشین و سنجش از دور را شامل میبوده و گروه دوم، کلید واژه 

های انگلیسی و با ترکیب احتمالی کلمات مهم، اصلی و حساس، انجام شد. بدین منظور، با استفاده از کلید واژه 

های عنوان، کلمات کلیدی و چکیده مدارک،  ، در بخش ORو    ANDهای منتخب به همراه عملگرهای  کلید واژه 

 ( آورده شده است. 1جستجو شدند. واژگان کلیدی که در جستجوی مقالات مورد استفاده قرارگرفتند، در شکل ) 

 

 
 مقالات جستجوی در استفاده مورد  کلیدی واژگان  -1 شکل

Fig.1. Keywords Used in Article Searches 

 

های در مرحله اول عملیات جستجو، مقالاتی انتخاب شدند که در آنها وجود همبستگی و شدت آن بین داده 

AOD   2.5ای و مقادیر پایش شده زمینی  ماهوارهPM های یادگیری ماشین، مورد  ، با/بدون استفاده از الگوریتم

مقاله حائز شرایط این تحقیق تا    977مطالعه قرار گرفته بود. در بررسی اولیه سه پایگاه داده فوق الذکر، در کل  

(، به دست آمد. سپس عنوان و چکیده تمامی مقالات، مستندات و 1403فروردین    31)   2024آوریل    19تاریخ  

ها، موارد تکراری حذف شدند. بر اساس های منتخب در مرحله اول، استخراج و با بررسی محتوای آنگزارش 

مانده به طور دقیق مورد  ها، تعداد زیادی از منابع حذف گردیدند. محتوای مقالات باقیبررسی عناوین و چکیده 

مطالعه قرار گرفت و منابع کاملاً مرتبط، انتخاب شدند. در نهایت بر اساس عنوان، نویسنده اصلی، سال انتشار،  

بندی گردیدند. بدین ترتیب نوع الگوریتم انتخابی و مشخصات دیگر، مستندات به صورت خلاصه در جدولی طبقه

Forecasting air quality 

Predict atmospheric pollution 

Predicting air pollutant 

Forecast air pollution 

PM2.5 concentrations prediction 

PM2.5 concentrations estimation 

Machine learning algorithms 

Machine learning approach 

AOD 

AOD data 

Aerosol optical depth 

Remote sensing 

Satellite remote sensing data 

 (1)گروه 

(Group 1) 

 (2)گروه 
(Group 2) 
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آوری و بررسی منابع پژوهشی به طور سیستماتیک انجام پذیرفت تا اطلاعات مفید برای پاسخ به فرآیند جمع 

 ( آورده شده است.2سؤال پژوهش به دست آید. فرآیند جستجو، ورود و خروج مقالات، در شکل ) 

 
 

 
 جستجو، ورود و خروج مقالات یندفرآ -2شکل 

Fig.2. The Process of Searching, Entering and Exiting Articles 

 نتایج و بحث 

ریزی در طرح   قدرتمند   ابزاری   خاص،  مکان  یک  هوا در   های غلظت آلاینده  برآورد  بینی/پیش های  توسعه مدل 

اضطراری را در اختیار    شرایط   در   شهروندان   به  هشداردهی  و   همچون کنترل منابع پراکنش  پیشگیرانه  اقدامات

می  قرار   ,Cortina–Januchs, Quintanilla–Dominguez, Vega–Corona & Andina)   دهدمدیران شهری 

های پایش  غلظت یک آلاینده در یک محیط براساس داده برآورد    بینی/پیش   راهکارهای   کلی،  طور   (. به2015
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 آماری،  و  قطعی  راهکارهای   دسته  دو  های معیار و اطلاعات محیطی، درپیشین همان آلاینده یا سایر آلاینده 

 (. Bai et al., 2018شوند )می  بندی تقسیم

 جفت شده با مباحث   ی وضع هوا  ی عدد  ینیبش ی پ  و  1( CMAQی جامعه ) اسیچند مق  ی هوا  تی فیکهای  مدل 

هوا به شمار    های بینی غلظت آلاینده پیش   یقطع  ی هادل پرُکاربردترین ماز جمله    ،  2( Chem-WRFی )میش

  ی عملکردهاها با در نظر گرفتن  (. این مدلKong, Xin, Zhang & Wang, 2016; Li et al., 2018bروند )می

را نیز  در جو    وستهیبه وقوع پ  ییا یم یش  ی هاکنش درهم آلاینده؛    پخش   و  ، پراکنش، انتقاللیشامل گس  یکیزیف

 ن یا   شتریوجود، از آنجا که ب   نیبا ا  (.Van Donkelaar et al., 2010؛  Geng et al., 2015نمایند )سازی میشبیه 

غلظت    برآورد دارند،    ازی ن  ییایمیواکنش ش  ی رهایو مس  ندهی درباره حالت پخش آلا  ی اده یچی ها به دانش پمدل 

 (. 08et al., 20 Stern)خواهد بود   نهیپُرهز یو از لحاظ محاسبات   دهیچی پ  اریبس از طریق آنها   2.5PM ندهیآلا

پیش   آماری   های مدل   از  قطعی،  راهکارهای   های محدودیت   رفع   راستای   در برآورددر    هوا   آلودگی  بینی/ 

 بندیدسته   ی،زمان  دنباله  ی ها( و مدل ی)مکان  ییفضا  ی هامدل ها خود در دو طبقه  است. این مدل   شده   گیری بهره

  یتحت عنوان راهکارها  کنند،یعمل م  یابیدرون   ی که بر مبنا   ییهااهکار ( ری)مکان  ییفضاهای  در مدل  شوند.می

  ساده  یخط  ونیرگرس  های روش هایی از آنها شامل  شناخته شده و نمونههوا    یآلودگ  ی سازمدل  در   ی آمار  نیزم

(Koelemeijer, Homan & Matthijsen, 2006  ؛Wang & Christopher, 2003  ،) چندگانه   یخط  ونی رگرس 

(MLR)3  (Liu, Sarnat, Kilaru, Jacob & Koutrakis, 2005  ؛Macias & -Paciorek, Liu, Moreno

Kondragunta, 2008  ،)ایجغراف  دارزنو  ونی رگرس( ییGWR)4  (Fotheringham, Charlton & Brunsdon, 

ضی ارا   ی کاربر  ونیرگرس5  (Masroor et al., 2020  ،)( IDW)  وارونه  یوزن  یابیدرون(،  31Hu et al., 20؛  1998

(LUR )6  (ne & Catelan, 2013arboCabrera, Biggeri, Grisotto, B-Vicedo  ،) نگیجیروش کر  (Lee et 

al., 2015  بیمدل اثر ترک( و( یMEM )7  (Lee, Coull, Bell ; Lee, Liu, Coull, Schwartz & Koutrakis, 2011

& Koutrakis, 2012 زمان مشخص در    کیدر    یآلودگ  یبرآورد مکان  درگذشته    قاتیدر تحق باشند که  ( می

 .اندشهر، به کار رفته  سطح

  سنتی  ی هاشامل روش  ،ی هوابرآورد آلودگ   ی/ن یبش ی با هدف پمحور    یدنباله زمان  ی هاراهکار   ی عنیبخش دوم  

  بستههم   خود  کپارچه یمتحرک    نیانگ یم  یونیمدل رگرسسنتی،  روش  ترین  متداول .  باشندیم  نینو  ی هاو روش 

(ARIMA )8    2.5غلظت    برآورد در  است کهPM    استفادهمورد   ( قرار گرفته استHosseini & Shahbazi, 2016 .)

و ادغام   لیو تحل   هیها در تجزمدل  نیا  توان به عدم عملکرد مؤثر می  سنتی  ی هاروش های  حدودیتم جمله  از  

اندک    دقت، اشاره داشت که منجر به  کیو تراف  نی زم   ی کاربر  ،یهواشناس   ی هامانند داده  یچند منبع  ی هاداده 
 

1 the Community Multiscale Air Quality (CMAQ) 

2 Weather Research and Forecasting model coupled to Chemistry (WRF-Chem) 

3 Multi Linear Regression (MLR) 

4 Geographically Weighted Regression (GWR) 

5 Inverse Distance Weighted (IDW) 

6 Land Use Regression (LUR) 

7 Mixed Effect Model (MEM) 

8 AutoRegressive Integrated Moving Average (ARIMA) 
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برآوردها در  است  آنها  روش شده  آن،  بر  علاوه  بر    ی سازمدل   یسنت  ی ها.  زمانمبتنی    ازمندین  یدنباله 

بودن مدل هستند که در صورت عدم    یخطپذیرش  و  آماری  خاص    عیتوز  کی  همچون انتخاب  ییهافرض ش یپ

(.  Song, Qin, Qu & Liu, 2015همراه خواهد بود )  یقابل توجه  ی مدل با خطا نتایج    ها،فرض ش ی پ   نیا  ی برقرار

( فراوانی 3در ادامه مورد بررسی بیشتر قرار خواهند گرفت. در شکل )  یدنباله زمانهای نوین مبتنی بر  روش 

مقالات وارد شده در مطالعه مروری حاضر براساس سال انتشار آنها آورده شده است. همانطور که از این شکل 

غلظت برمی برآورد  با  مرتبط  تحقیقات  انتشار  روند  زمینی  آید،  داده  2.5PMهای  ماهواره براساس  در  های  ای، 

 سالیان اخیر یک روند صعودی است.

 

 
 براساس سال انتشار حاضرفراوانی مقالات وارد شده در مطالعه مروری  -3 شکل

Fig.3. Frequency of Articles Included in the Current Review by Publication Year 

 

  وزمینی    2.5PMغلظت    ینب  ی همبستگ  ی بالا  یرمقاد  بررسی شده در تحقیق حاضر،  مطالعات  در تعدادی از

برآوردگر مناسبی به عنوان    AOD  های ین امر قابلیت بالای استفاده از داده مشاهده شده است. ا  ،AOD  های داده 

 ,Xue؛  De Hoogh et al., 2016؛  Beckerman et al., 2013)  دهدزمینی را نشان می   2.5PMدر تخمین غلظت  

Zhang, Zhong, Ji & Huang, 2020  ،2.5  ینبدار  معنی  ی همبستگنیز وجود  مطالعات    یبرخ(. با این وجودPM 

ی همبستگاین مستندات، حصول    اند.آنها را نشان داده  یانم  یهمبستگ  شدت پایینی از  یارا رد کرده    AODو  

 اند. انسته ی، دهواشناسهمچون پارامترهای    یگری د  یرهای متغ  استفاده از  بهمنوط  را    AODو    2.5PM  تر بینقوی 

  گیری ازمستلزم بهره   ،AODو    2.5PM  میانارتباط مطمئن    ی برقرار به بیان دیگر، از نظر تعدادی از محققان،  

 Nabavi et؛  Kong et al., 2016؛  Han & Tong, 2019; Jiang et al., 2021)  است  یشتری ب  یکمک  ی هاداده 
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al., 2019  ؛Yang et al., 2019  .)  در( بین  4شکل  همبستگی  تقویت  در  استفاده  مورد  کمکی  پارامترهای   )

 آورده شده است.  AOD ی هاو داده پایش شده زمینی  2.5PMغلظت های داده 

 

 
 AODو  2.5PMغلظت های همبستگی بین دادهپارامترهای کمکی در تقویت  -4شکل 

Fig.4. Auxiliary Parameters Enhancing the Correlation Between PM2.5 Concentration and 

AOD Data 

ممکن است   ی ااز محصولات ماهواره   صرفباور بودند که استفاده    ینبر ا(،  31Hu et al., 20)  و همکارانهو  

، از  AODکه علاوه بر نمودند  یشنهادخطاها پ ینرفع ا ایشان در جهت شود.  یجبرآورد در نتا  ی منجر به خطاها 

در مدل    یکمک  ی ها ی به عنوان ورود  ی،هواشناس  ی پارامترهاو    ینپوشش زم   یرهای متغ   یرنظ  یمحل   ی پارامترها

ا  یونرگرس به  آنها  شود.  ا  یدندرس  یجهنت  یناستفاده  ورود  مدل    تواندیم  یکمک  ی پارامترها   ینکه  عملکرد 

مشاهده کردند  (،  Yang et al., 2019) و همکاران    . یانگرا بهبود بخشد  2.5PMبرآورد غلظت    در   ی خط  یونرگرس

که در مناطق    ی است؛ در حال  یشتر ب  AODو    2.5PM  ینب  یهمبستگ  ین،که در مناطق خشک مانند شمال چ 

 ی هواشناس   ی هاپارامتر و  سطحی    یتوپوگرافهمچون    ی. آنها عواملبدست آمد  تریف ضع   یهمبستگ  ینا  ی،ساحل

 Yi)   و همکاران  ای دیگر، واییستند. در مطالعه مؤثر دان  AODو    2.5PMین  رابطه ب  یو مکان  یزمان  ییراترا بر تغ

et al., 2019  ،)  2.5به برآورد غلظتPM  و   آب  یطکه شرا  دریافتندها  پرداختند. آن  ینچ  یشمال   ی هادر استان 
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ایجاد    AODو    2.5PMغلظت  شدت همبستگی  در    یمختلف  ییراتتغ  ،منطقه مورد مطالعهگوناگون در    ییهوا

 ,.Huang et al)  و همکاران  هوانگ  .از مناطق دیگر، تفاوت داردآمده  بدست  ی ها مدل   نتایج با  و  نموده است

پارامترها (،  2019 از  استفاده  ارتفاع   ی هواشناس  ی با  آزاد،    و  دریاهای  مقاداز سطح  با   AODگمشده    یر ابتدا 

پوشش  های کمکی  گیری از داده یویورک را برآورد نموده و سپس با بهره در شهر ن  یلومترک  یک  1پذیری تفکیک 

 & Miri, Ghassoun, Dovlatabadi, Ebrahimnejadرا تخمین زدند. میری و همکاران )  2.5PMغلظت  ،  سطح

Löwner, 20192.5برآورد غلظت    (، درPM  یابان فاصله از خ   ین،پوشش زم کمکی    ی در شهر سبزوار، از پارامترها 

  در   AOD  یراز مقاد  یقتحق  یندر ا  ی،استفاده کردند. برخلاف مطالعات قبل  ،ارتفاع   ینو همچن  یو مناطق صنعت 

 یون مدل رگرس  یکاز  (،  Chen, Wu, Tu & Cao, 2020)  و همکاران  . چناستفاده نشد  2.5PMبرآورد غلظت  

 ی ارتفاع  ی هاو داده   یت جمع  ین،انواع پوشش زم  یک،مربوط به تراف  ی هاداده   ی،هواشناس  ی شامل پارامترها  یخط

  . فنگ و استفاده کردند  2.5PMبرآورد غلظت  به منظور    ین،چ  کشور  در  2015تا    2012زمستان    یدر بازه زمان

چانگدو    (،Feng et al., 2020)  همکاران و  پکن  شهر  دو  غلظت    جهتدر  مقاد  2.5PMبرآورد    AOD  یراز 

مطالعه موفق   ین . آنها در انمودندپوشش سطح استفاده    یرهای و متغ  یهواشناسکمکی    ی پارامترها  ی، از اماهواره 

 ینان عدم اطم (،  Zhang et al., 2021)  و همکاران  . ژانگشدند  0/ 71  برابر با  2R  یینتع  یببه ضر  یابیبه دست

برآورد   در  نتا  2.5PMموجود  و  دانست  ی چالش جد  یکرا    AODبر    یمبتن  یجاز  پارامترهاه  از  استفاده    یبا 

 و همکاران   نند. در پژوهشی دیگر، جیانگمشکل را حل ک  یناین، سعی نمودند  پوشش زم  یرهای و متغ  یهواشناس

(Jiang et al., 2021  ،) 2.5برآورد    ست،ا  بالادر هوای آزاد  غلظت آئروسل    یداشتند وقت  یانبPM  صرفاً براساس 

AOD  های داده   علاوه بر   هواشناسی   ی مشکل از پارامترها  ین حل ا  ی . آنها براشودی دچار خطا م  AOD    استفاده

 ,Guo, Tangهای کمکی در تحقیقات دیگر محققان نیز مورد اشاره قرار گرفته است )استفاده از داده نمودند.  

Gong & Zhang, 2017  ؛Gulliver et al., 2018  ؛Li et al., 2018 a, b ; Liu, Franklin, Kahn & Koutrakis, 

2007 ; Liu, Paciorek & Koutrakis, 2009 ; Meng et al., 2016 ; Moore, Jerrett, Mack & Künzli, 

2007 ; Qi, Li, Karimian & Liu, 2019 ; Ross, Jerrett, Ito, Tempalski & Thurston, 2007 ; Shi, Ho, 

Xu & Ng, 2018 ; Su et al., 2009 ; Wu et al., 2017 ; Zou, Fang, Feng & Zhou, 2021      در جدول .)

به همراه دقت   AODهای  از داده   2.5PM(، پارامترهای کمکی مورد استفاده توسط محققان در برآورد غلظت  1)

  پارامترهایی   از  استفاده  پیشین با  مطالعات  شود،می  مشاهده  1ارزیابی، ارائه شده است. همانطور که در جدول  

  که  اندیافته   دست  متنوعی   های دقت  به  جمعیت،  تراکم  های داده  و   سطحی  فشار  نسبی،  رطوبت  دما،  نظیر

  ویژهبه)  مطالعات  برخی  همچنین،.  است   ها مدل   دقت  بهبود  در   پارامترها  این  مناسب  ترکیب   اهمیت  دهنده نشان

  نقش   که  اندشده  بالاتری   دقت  کسب  به  موفق(  اندکرده   استفاده  ترمتنوع   و  تردقیق   های داده   از   که  مطالعاتی

 متغیرهای   تنوع   دادن  نشان  بر  علاوه  جدول   این.  کندمی  تأیید  را  مناسب  ورودی   متغیرهای   انتخاب   کلیدی 

 2.5PM  بینیپیش   بهبود  جهت  ای منطقه  خاص  تنظیمات  و  محلی  های داده   از  استفاده   اهمیت  بر  کاررفته،به

 . دارد تأکید

 
1 Resolution 
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بهمراه  AODهای براساس داده 2.5PMغلظت  برآورددر مورد استفاده کمکی  یپارامترها  -1 جدول

 دقت نتایج 

Table 1- Auxiliary Parameters Used in Estimating PM2.5 Concentrations from AOD Data 

with Accuracy Results 

 
 

 درصورت استفاده از تعداد   1برازشبیش   خطای   نکته دیگری که در اینجا حائز اهمیت است، احتمال بروز

 باشد،  بیشتر   مدل  یک  در  تنظیم  قابل  پارامترهای   تعداد   هرچه.  است  مدل  یک  در  زیادی از پارامترهای کمکی

  پیدا   آموزشی  های داده   در  جزئی  و  خاص  بسیار  الگوهای   یادگیری   برای   بیشتری   توانایی  و  شودمی  ترپیچیده   مدل

 جدید   های داده   با  مواجهه  در  و  شده  وابسته  آموزشی  های داده   به  شدت  به  مدل  شودمی  باعث  امر   این.  کندمی

پارامترهای   با  مدل  یک  دیگر،  عبارت  به  .دهد  نشان  خود   از  ضعیفی  عملکرد  باشند،  متفاوت   اندکی  است  ممکن  که

 واقعی   یادگیری   معنای   به  کردن  حفظ  این  اما  کند،  حفظ  را  آموزشی  های داده   راحتی  به  تواندمی  زیاد،  کمکی

  در  موجود  نویزهای   و  تصادفی  جزئیات  صرفاً  ها،داده  بر  حاکم  کلی  قوانین  یادگیری   جای   به  مدل  واقع،  در.  نیست

 اصلی  مفاهیم  درک  جای   به  آموزدانش   یک  که  است  این  به  شبیه  پدیده  این.  گیردمی   یاد  را  آموزشی  های داده 

 کمی   که  شودمی  روبرو   سؤالی  با  که   زمانی  نتیجه،  در .  کند  بسنده  کتاب   متن  کردن   حفظ  به  فقط   درس،  یک
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 بدون   پارامترهای کمکی  تعداد  افزایش  بنابراین،  . بود  نخواهد  پاسخگویی  به  قادر  باشد،  کتاب  متن   از  متفاوت

 های روش  مشکل،  این   از  جلوگیری   برای .  شود  منجر  برازش  بیش   خطر   افزایش  به  مستقیم  طور  به  تواندمی  کنترل،

  توقف  های تکنیک   از  استفاده  و  مهم  های ویژگی   انتخاب  و  هاداده   ابعاد  کاهش  ،1سازی منظم   مانند  مختلفی

 (. Karimian et al., 2019روند )می  کار به زودهنگام،

  2.5PMغلظت    برآورد ی در  زمانهای نوین مبتنی بر دنباله  همانطور که قبلاً گفته شد، در سالیان اخیر از روش 

های الگوریتم ،  2(ANN) یمصنوع  یعصب  ی هاشبکهها شامل  برداری شده است. این روش بهره   AODهای  از داده 

   Pan, 2021  Lai, Li &)  ق یعم  ی ر ی ادگی   و  3( SVR)  بانیبردار پشت   ونیرگرسهمچون    نیماش  ی ر یادگ مختلف ی

; Li et al., 2023 ;  Peng, Wang, Xia & Gao, 2022  ) ی جنگل تصادف  ی نظیرمعی جریادگی  ی هاو روش 

(RF)4    2.5  نیب  یرخطی غ  با توجه به وجود رابطه شوند.  ، می انیگراد  تیتقووPM   کننده،  ینیبش ی پ  ی رهایو متغ 

امکان تحلیل  و    مستقل  ریمتغ  ی اد یتعداد ز  تیری در انتخاب و مد  قابل توجه  ییتوانا  لی به دلمذکور    ی هاروش 

 یادگیری  ی هاروش( نمودار فراوانی استفاده از  5توجه محققان بوده اند. در شکل )مورد    اریبس  ،ترده یچ یپ  مسائل

، آورده شده است. لازم بذکر است مبنای استخراج  AODهای  براساس داده   2.5PMغلظت    برآورددر    ینماش

( الگوریتم 5شکل  بهره(، کلیه  نقطه نظر  های  از  لیکن  بوده؛  یافته  انتشار  گیری شده توسط محقق در مستند 

با فراوانی نُه، جنگل   Ensemble Modelهای ترکیبی یا  معرفی بهترین الگوریتم جهت انجام برآوردها، روش 

  استفاده گیرند.  های اول تا سوم قرار می با فراوانی سه؛ به ترتیب در جایگاه   XGboostتصادفی با فراوانی هفت؛ و  

پ  ،ماشین  یادگیری   های الگوریتم   از تحل   ق یدق  ی های نیبش ی انجام  امکانها  داده  شرفتهیپ  لیدر مسائل  پذیر  را 

ی زمان دنباله   ینیبش ی با هدف پ قات یو در تحقبوده  5بر کرنل  یمبتن هاروش (. این Vapnik, 2013نموده است )

(Das Chagas Moura, Zio, Lins & Droguett, 2011; Quan, Liu & Liu, 2010; Sapankevych & 

Sankar, 2009; Tay & Cao, 2001  )پ  ,Ghaemi, Farnaghi & Alimohammadi)هوا    یآلودگ  ینیبش ی و 

 .ندابه کار گرفته شده(، با موفقیت 2016

های زمینی پایش ایجاد همبستگی بین داده   ینهدر زم  یمتنوع  های یتم الگورآید،  برمی  5شکل  همانطور که از  

2.5PM  ( و اطلاعات برگرفته از ماهوارهAOD  )به   یتماستفاده از هر الگور  یزان، اما ماست  به کار گرفته شده

الگور  یرشدت متغ در صدر    یفراوان  یشترینبا ب  XGBoostو    Random Forest (RF)مانند    هایییتم است. 

 ی خود در برآورد پارامترها  ی بالا  ییدقت و کارا  یلبه دل  هایتم الگور  ینکه ا  دهدیامر نشان م  ینجدول قرار دارند. ا

 یبا فراوان  هایتم الگور  یاند. در مقابل، برخمورد توجه قرار گرفته   یشتر ، ب2.5PMمانند غلظت    یطیو مح  یچیده پ

  یرخطی غ   ی هاداده   ی ساز در مدل   هایتم الگور  ینا  های یت محدود  یلاند که ممکن است به دلکمتر استفاده شده

در    یبی و ترک   تر یشرفتهپ  ی هااز روند رو به رشد استفاده از روش  ینمودار حاک  ی،باشد. به طور کل  یچیدهو پ

 
1 Regularization 

2 Artificial Neural network (ANN) 

3 Support Vector Regression (SVR) 

4 Random Forest (RF) 

5 Kernel 
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جا  یطیمح   ی هاهیدپد  ی سازمدل  مرور  به  که  شدهساده   ی هاروش   یگزیناست  اتر    ین همچن  یعتوز  یناند. 

و    یمحج  ی هاو توانمند در پردازش داده   یرپذانعطاف   های یتم دهنده علاقه پژوهشگران به استفاده از الگورنشان

 .باشدی م یچیدهپ

 

 2.5PMغلظت برآورد  در  ین ماش یادگیری هاییتمکاربرد الگور یفراوان -5شکل 
Fig.5. Frequency of Machine Learning Algorithm Applications in Estimating PM2.5 

Concentrations 

استفاده شده  ی زماندنباله  های مبتنی بری نیبش ی نه تنها به صورت مستقل در پ بانیبردار پشت نیماش مدل

و    ژو.  نماید  سازی را مدل  و نامانا  دهیچ یپ   یزمان  ی های سر  تواندیم نیز    گر ید  ی هابا روش   ب یاست، بلکه در ترک

های  ری متغ های دیگر بکار برده و با استفاده از  (، این مدل را در ترکیب با روشZhou et al., 2019همکاران )

در چند    یآلودگ  یزمان -یمکان  ینیبش ی، به پی کیتراف های  داده و    یهواشناسپارامترهای    ،های هواغلظت آلاینده 

  ده،یچ یبالا در حل مسائل پ  ییبا وجود توانا  بانیبردار پشت  نیماش  ی هاحال، شبکه   نیبا ا، پرداختند.  ندهیساعت آ

  شی افزا  زی زمان پردازش ن  ،ی ورود  ی هاحجم داده   ش ی که با افزا  ی . به طور باشندمی روبرو    ز ین  ییهات یبا محدود

در چند گام جلوتر، شبکه   ییهاینیبش ی و در پ  ستندینی  زماندنباله  قادر به حفظ اطلاعات در    نی همچن و  یافته  

 (.Han, Zhao, Leung, Ma & Wang, 2019) شودیبا کاهش دقت مواجه م
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در فاصله    2.5PMجهت برآورد غلظت  (،  Obodoeze, Nwabueze & Akaneme, 2021)  و همکاران  اوبودوئز

یون رگرس  بان،یبردار پشت  یونچندگانه شامل رگرس  یخط  ونی، از نُه روش رگرس2013تا    2008  ی هاسال   یزمان

عصب  ،چندگانه  یخط لا  یمصنوع  یشبکه  چند  تصمهیپرسپترون  درخت  تصم ،  م ی،  با   تیتقو  می درخت   شده 

AdaBoost1  ،تصادف رگرس  XGBoost2  ،Extra Treesی،  جنگل  پکن،  LASSO3  ونیو  شهر  چین،در   ، 

 . ها بودمدل  ری نسبت به سا XGBoostنشان دهنده عملکرد بهتر مدل  جیاستفاده کردند. نتا

ها  شبکه   ن ی هستند. ا ی  زمان دنباله    های مبتنی بر ی ن ی ب ش ی پ در  متداول    ی ها از مدل   گر ی د   ی ک ی   ی عصب   ی ها شبکه 

استفاده    ها ی ژگ ی و استخراج و   ی بند طبقه   ون،ی در حل مسائل مربوط به رگرس   ت ی ساله، با موفق   70حدود    ی ا نه ی ش ی با پ 

(،  Lachtermacher & Fuller, 1995لچترمچر و فوللر )   (،Wang, Zeng & Chen, 2015)  و همکاران   وانگ  اند. شده 

  های دنباله   ی ن ی ب ش ی پ   ی برا (،  Mishra & Goyal, 2015)   ( و میشرا و گویال Mellit & Pavan, 2010مللیت و پاوان ) 

متوجه    ،( Han et al., 2019و همکاران )   هان   گر،ی د   ی ا روش استفاده کردند. در مطالعه   ن ی هوا، از ا   ی و آلودگ   ی زمان 

منجر به کاهش عملکرد    تواند ی شدند که م   ی با حجم انبوه ورود   ده ی چ ی در برابر مسائل پ   ی ضعف عملکرد شبکه عصب 

 . شود   ده ی چ ی توابع پ   ب ی در تقر   یی شبکه و عدم توانا 

  ی در بخش هوش مصنوع  ریاخ  یاناست که در سال  نیماش  ی ر یادگ یدر حوزه    دیجد  یروش  ق،یعم  ی ریادگی

  یهااز داده   ی را با استفاده از حجم بزرگ  دهیچی پ  ار یبس  ات یمرتبط با خصوص  ی شده و قادر است الگوها   یمعرف

 ،یسنت  ی هابا روش   سهیدر مقا(.  Yamins & DiCarlo, 2016؛  Deng & Yu, 2014)  دهد  صی تشخ  ی ورود

را    ی ترق یدق  ینیبش ی و پ  ردهاستخراج ک  یآموزش  ی هارا از داده   یمدل  ،به طور کارآمد  تواندیم  عمیق   ی ریادگی

با گسترش  (.  Zhang, Zheng & Qi, 2017؛     Meyer, Kühnlein, Appelhans & Nauss, 2016)  دهدارائه  

با استفاده از    ی شهر  ی هوا  ی هاندهیغلظت آلا  ینیبش ی پ  یدر موضوعات متنوع، بررس  قیعم  ی ری ادگیاستفاده از  

 & Kuremoto, Kimura, Kobayashi)  محققان بوده است  ژهیمورد توجه و   ریاخ   ی هادر سال   ق یعم  ی ریادگی

Obayashi, 2014  ؛Zuo, Guo, Shi & Zhang, 2020)ه داده بهره برد   ی از حجم بالا  تواندی م  قیعم   ی ریادگ . ی  

 (.Schmidhuber, 2015) کند  ییشناسا  ،کارآمد شآموز  قیها را از طرداده  نیب ده یچی پ  ی هاو رابطه 

بدون (  1ی )شامل سه دسته اصلی،  زمانمبتنی بر دنباله    ی،نیبش ی در حوزه پ  قیعم  ی ریادگ ی  ی راهکارها

(  3)و    ؛(یو بازگشت  یکانولوشن  ی ها )مانند شبکه  ی زیتما  اینظارت شده    (2؛ )نظارت )مانند شبکه خود رمزنگار(

و همکاران   لی  ( وLv, Duan, Kang, Li & Wang, 2014و همکاران )  (. لوSarker, 2021)  است  یب ی ترک  ی ریادگی

(Li, Peng, Hu, Shao & Chi, 2016از شبکه ،)ی نیبش ی مانند پی  زمان دنباله    ینیبش ی پ  جهترمزنگار    خود   ی اه 

پژوهش در کشور ژاپن با هدف   کی استفاده کردند. در    ،ساختماندر    ی مصرف انرژ  ینیبش ی و پ  کی تراف  انیجر

 ایشبکه پو  آموزش   ش ی پ  نیک روش نوی ،  قیرمزنگار عم   خود  ی هابا استفاده از شبکه   2.5PMغلظت    ینیبش یپ

شهر کشور    52هوا با دقت بالا در    ی آلودگ  ی هااز داده   ق،ی تحق  نی. در ا افتیتوسعه  ی  زمانسری    ی هاداده   ی برا

 ست یزط یسازمان مطالعات مح  ی هابا داده   ی شنهادیمدل پ  سهیاستفاده شده است. مقا  یهواشناس  ی هاژاپن و داده 

 
1 Adaptive Boosting (AdaBoost) 

2 Extreme Gradient Boosting (XGBoost) 

3 Least Absolute Shrinkage and Selection Operation (LASSO) 
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نشان ژاپن  عملکشور  پ  کرددهنده  مدل  است  ی شنهادیمناسب  در    (.Ong, Sugiura & Zettsu, 2016)  بوده 

چهار    ی به طور همزمان برا  هاستگاه یدر تمام ا  ندهیغلظت آلا  نیانگ یم  ینیبش یپ ن،یدر کشور چ ی دیگرپژوهش

مورد   TDNN5و    ARMA1  ،LSTM2  ،LSTME3  ،STDL4  ،SVRهای  الگوریتمسال، توسط    ندهیفصل آ

در    ی در شهر پکن، براهوا    یسنجش آلودگ  ستگاهیا  12  ی هامطالعه با استفاده از داده   نیقرار گرفت. در ا  یبررس

استفاده شد.   یمنطق  ونیو رگرس  ق ی دو مدل خود رمزنگار عم  بیاز ترک   ،یزمان-یمکان   ینظر گرفتن ارتباطات ذات

استفاده    یمنطق  ونیرگرس  هیلا  ی برا   ی پنهان خود رمزنگار به عنوان ورود  هیلا  ن یآخر  یروش، خروج  نیدر ا

 درصد، 25معادل    ۶( MAPEی )مطلق خطا  نیانگی درصد م  راساسب  ق،یتحق  نی شده است. مدل ارائه شده در ا

 (. Li et al., 2017)داشته است  ی ارائه شده، دقت بالاتر یمصنوع یشبکه عصب ی هاروش  ریبا سا  سهیدر مقا

 ( اسچمیدبر  و  نوع خاص   نی اول   ی برا(،  Hochreiter & Schmidhuber, 1997هوچریتر   ی هااز شبکه   یبار 

هوا به   یآلودگ  ینیبش ی پ  نهیکاربرد در زم  رپُ   ی از روش ها  یکیرا ارائه کردند که    LSTMتحت عنوان    یبازگشت

به عنوان مثال در کشور  (.  Greff, Srivastava, Koutník, Steunebrink & Schmidhuber, 2016)  دیآی شمار م

همکاران  Reddy  ،نیچ از روش حافظه  (،  Reddy, Yedavalli, Mohanty & Nakhat, 2018)  و  استفاده  با 

)  یطولان بازه سال LSTMکوتاه مدت  به پ2017تا    2015  ی ها( در  پرداختند. در    2.5PMغلظت    ینیب ش ی ، 

داده (،  Karimian et al., 2019)  همکارانو    کریمیان  گر،ید  ی امطالعه  از  استفاده  ا  ی هابا  سنجش    ستگاهینُه 

  2.5PMغلظت  ینیبش ی از سه روش به پ استفادهبا  2017تا  2013 ی هادر شهر تهران در بازه سال هوا    یآلودگ

 . را به دست داد جینتا نیبهتر LSTMپرداختند که روش 

را ارائه کردند    GRU44ی  شبکه بازگشت  ،(Chung, Gulcehre, Cho & Bengio, 2014و همکاران )  چانگ

 ,Athira, Geethaو همکاران )   ی که آسیراا. در مطالعه شودیمحسوب م  LSTMشده شبکه    ی سازکه مدل ساده 

Vinayakumar & Soman, 2018)،  یشامل شبکه عصب  قیعم   ی ریادگی  ی از سه الگو  ،انجام دادند  نیدر کشور چ 

ی سنجنده آلودگ  1498  ی اهاز داده   2.5PMغلظت    ینیبش یپجهت    GRUو شبکه    LSTMشبکه    ،یبازگشت

 .کندیرا اثبات م GRUحاصله عملکرد بهتر شبکه   جینتا استفاده شد. 

  جهت در غرب کانادا انجام دادند،    یاکلمب  یتیشدر استان بر  (Xu et al., 2018)   و همکاران  ژوکه    یدر پژوهش

 ی هامطالعه، روش   ین ا  یج. براساس نتاگردیداستفاده    ینماش  یادگیری   ی هااز روش   2.5PM  برآورد غلظت ذرات

Cubist،  XGBoost  لیو  ای دیگر،مطالعه در    د.ها داشتن روش  یرنسبت به سا  تری عملکرد به  ی،و جنگل تصادف 

(،  RFی ) جنگل تصادف  روش  با استفاده  2.5PMبرآورد غلظت  در  ،  (Liu, Weng, Li & Cribb, 2019)و همکاران  

برآورد غلظت  در    (Ahani, Salari & Shadman, 2019)  و همکارانرسیدند. آهنی    2R  برای   8۶/0به مقدار  

2.5PM    ،یهچندلا  یشبکه عصب  ینماش  یادگیری از دو روش  هوای آزاد شهر مشهد  (MLP)51  متحرک    یانگینو م

 
1 Auto Regression Moving Average (ARMA) 

2 Long Short-Term Memory (LSTM) 

3 Long Short-Term Memory Extended (LSTME) 

4 SpatioTemporal Deep Learning (STDL) 

5 Time Delay Neural Network (TDNN) 

6 Mean Absolute Percentage Error (MAPE) 
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بعنوان ورودی کمکی   هوا  یفیتو ک  ی هواشناس  ی . پارامترها، استفاده نمودند(ARIMA)  یکپارچه همبسته    خود

 داشت. 2.5PMعملکرد را در برآورد غلظت  ینبهتر ARIMAنشان داد که روش  یجنتاه و استفاده شدها مدل 

 ین یبش ی پ  ی برا  (Zamani Joharestani, Cao, Ni, Bashir & Talebiesfandarani, 2019)  همکاران  و  زمانی

  ی ر یادگیو    XGBoost  ،یجنگل تصادف  یعنی  نیماش  ی ریادگیدر شهر تهران، از سه روش    2.5PM  ندهیغلظت آلا

با داشتن   XGBoostروش    ق،یعم  ی ریادگیو    یجنگل تصادف  ی ها با روش   سهی استفاده کردند. در مقا  قیعم

همکاران و    پنگ.  را از خود نشان داد  ی ، عملکرد بهترg mμ  85 /13-3  با  برابر  RMSE1و    0/ 81برابر با    2Rمقدار  

(Peng et al., 2022)یری ادگی  الگوریتماز دو    گیری بهره  را با  داده  17520در مجموع    نی، در استان هونان چ 

، ی)فشار اتمسفر، رطوبت نسب  یشش پارامتر هواشناس  ،(ق یعم  ی ر یادگیو    XGBoost  انیگراد  تیتقو)  نیماش

  2021در طول سال    شیپا  تیکه به طور مستقل از دو سا  2.5PMو دما( و غلظت    یسرعت باد، جهت باد، بارندگ

 است. دهبو XGBoostاز عملکرد بهتر شبکه  یحاک جیقرار دادند. نتا یشده بود، مورد بررس ی ریگاندازه 

در شهر    (Enebish, Chau, Jadamba & Franklin, 2021)و همکاران    انبیششده توسط  در پژوهش انجام

بازه زمان باتور در کشور مغولستان، محققان در  الگور  2018تا    2010  ی هاسال  یاولان    یادگیری   یتماز شش 

  یعملکرد بهتر  XGBoostو    یجنگل تصادف  های یتممطالعه نشان داد که الگور  ینا  یج استفاده کردند. نتا  ینماش

 Shogrkhodaei, Razavi-Termeh)  در مطالعه شکرخدایی و همکاران  داشتند.  هایتم الگور  یربا سا  مقایسهدر  

& Fathnia, 2021  2.5غلظت    برآورد( در شهر تهران، برایPM   :از سه روش یادگیری ماشین استفاده شده است

AdaBoost(جنگل تصادفی و گرادیان کاهشی تصادفی ،SGD)2 نتایج این پژوهش نشان داد که در میان این .

 سه روش، روش جنگل تصادفی عملکرد بهتری داشته است. 

هفت ساله از    ی(، در بازه زمان Ayus, Natarajan & Gupta, 2023و همکاران )  آیوس  گر،ید  ی ادر مطالعه 

  قیعم  ی ری ادگیمختلف    ک یبا استفاده از شش تکن  ن یده شهر بزرگ در سراسر چ  ی برا  2021تا    2013سال  

کوتاه مدت   ی، حافظه طولان4( GRU-Bi)  دو جهته  ی ادروازه   ی، واحد برگشت3(RNN)  مکرر  یشامل شبکه عصب

عصب5(BiLSTM)   جهتهدو   شبکه  طولان  یکانولوشنال  ی ،  جهته   یحافظه  دو  مدت   کوتاه 

 

(BiLSTM-CNN)۶کوتاه مدت دو جهته  یحافظه طولان  ی، شبکه کانولوشنال   (BiLSTM-Conv1D)7    و مدل

در    CNN-BiLSTMو    Conv1D-BiLSTMنشان داد    جی(، استفاده کردند. نتاXGBoost)  انیگراد  تیتقو

که مدل    یدر حال  ؛ دارند  ی، عملکرد خوب8(AQIهوا )  تیفیدر برآورد شاخص ک  قیعم   ی ریادگی  ی هامدل   نیب

(  Li, Huo & Liu, 2022و همکاران )  لیاست.    قیعم   ی ری ادگی  ی ها(، بهتر از مدل XGBoost)  نی ماش  ی ریادگی

 
1 Root Mean Squared Error (RMSE) 

2 Stochastic Gradient Descent (SGD) 

3 Recurrent Neural Network (RNN) 

4 Bidirectional Gated Recurrent Unit (Bi-GRU) 

5 Bidirectional Long Short-Term Memory (BiLSTM) 

6 Convolutional Neural Network BiLSTM (CNN-BiLSTM) 

7 Convolutional BiLSTM (Conv1D-BiLSTM) 

8 Air Quality Index (AQI) 
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ش شهر  تا  ینب یدر  پ  وانیکشور  روش  استفاده  اساس   LSTM-XGBoost-SVR  یبیترک  ینیبش ی با  بر 

 . را بهبود بخشند ینیبش ی توانستند دقت پ ،یکانم-یزمان  ی های ژگیو

 ی هااز داده (،  Mohammadi, Teiri, Hajizadeh, Abdolahnejad & Ebrahimi, 2024و همکاران )  محمدی 

 یادگیری  یتم با استفاده از چهار الگور  2.5PMغلظت    بینییش پ  ی برا  ،سال گذشته در شهر اصفهان  ی نُههواشناس

 یبان بردار پشت  های ین ، ماش1( KNNیک )نزد  یگانهمسا-K(،  ANN)  ی مصنوع  ی عصب  ی هاشامل شبکه  ینماش

(SVM)2  یو جنگل تصادف  (RF  استفاده ،)نشان داد که بر اساس درصد دقت، مدل    یج. نتاکردندANN    وRF  

 داشت. ی عملکرد بهتر 2.5PMغلظت  بینییش پ  ی ها برامدل  یربا سا  یسهدر مقا

  یمدل شبکه عصب  یک  ،2.5PMبرآورد غلظت    ی برا  (Yang et al., 2024)  و همکاران  یانگ  یگرد  ی ادر مطالعه 

با توجه   یت،(، استفاده کردند. در نهاRF)  یجنگل تصادف  یون( و رگرسLSTMمدت )حافظه بلندمدت و کوتاه 

(، به عنوان  2R  ،3-g mμRMSE = 4.59 0.93 =)  یجنگل تصادف  یونمدل، مدل رگرس  یابیارز  ی هابه شاخص

، 2.5PM(، جهت برآورد غلظت ذرات معلق  Ren, Zhang & Fan, 2024رن و همکاران )  انتخاب شد.  ینهمدل به

ها استفاده کردند. نتایج نشان این الگوریتم  3و مدل تلفیقی  XGBoost  ،MLRهای جنگل تصادفی،  از الگوریتم 

 Chen et)  و همکاران  چن  یگرد  یادر مطالعه   ها بود.دهنده دقت بالای برآورد مدل تلفیقی نسبت به سایر مدل 

al., 2024،)   2.5برآورد غلظت    ی براPM    براساس برآورد    یتمالگور  ینا  ؛استفاده کردند  یافتهتوسعه  تلفیقی  از مدل

  یافته توسعه تلفیقیساخته شده است. مدل  ین،ماش یادگیری مدل  ینچند یقو تلف یهبا ساختار دو لا یانباشتگ

 ی بالاتر ( دقت  XGBoost  و  4LightGBM  ی،مستقل )جنگل تصادف  ی هامدل   یربا سا  یسهمطالعه در مقا  یندر ا

 .(2R 0.87 =دهد )ی را نشان م

الگور(Aguilera et al., 2023)  و همکاران  آگیلراانجام شده توسط    پژوهشدر   ین  ماش  یادگیری   یتم، سه 

مورد استفاده قرار    2.5PMبرآورد غلظت    یتی( درتقو  یان( و گرادRF)  یجنگل تصادف  یق،عم  یادگیری   )یعنی

 2R 0.78 =  مبستگیه  یبعملکرد را با ضر  ینبهتر  یتم،سه الگور  ین ا  ینه به  تلفیقنشان داد که    یج گرفت. نتا

با استفاده از    یسهدر مقایتمی )الگور  چند   یبترک  یککه استفاده از    دهدینشان م  یافته  ین. اخواهد داددست  به

 یایی مزا فوق    یبی ترک  یکردرونماید.    را برآورد   2.5PMغلظت    ی ثرترؤبه طور م  تواندی م  یی(به تنها  یتمهر الگور

به همراه خواهد  را    یتم در برابر نقاط ضعف هر الگور  تو مقاوم  هایژگی و  تریعبهبود دقت، پوشش وسهمچون  

 .داشت

های آماری مبتنی بر  ین بخش نوینی از روش ماش  یادگیری   های یتم الگورهمانطور که در متن اشاره گردید،  

، افزایشی AODزمینی براساس    2.5PMغلظت    برآورد( و روند استفاده از آنها در  ۶ی بوده )شکل  زماندنباله  

 است.

 
1 K-Nearest-Neighbors (KNN) 

2 Support Vector Machine (SVM) 

3 Ensemble Model 

4 Light Gradient Boosting Model (LightGBM) 
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 ایهای زمینی و ماهوارهبراساس داده 2.5PMغلظت   برآورد بینی/های مختلف پیشروش -6 شکل

Fig.6. Various Methods for Predicting/Estimating PM2.5 Concentrations Based on Ground 

and Satellite Data 

 گیرینتیجه 

است که   آن  یانگرمطالعات بدهد.  ارائه می   یمناسب  یارمع  AODشاخص  زمینی،    2.5PMغلظت    برآورددر  

های کمکی نظیر شرایط اتمسفری )رطوبت نسبی هوا، دمای سطحی، فاصله دید افقی و سرعت  استفاده از داده 

تأثیرگذار خواهد بود. با این وجود، افزایش تعداد پارامترهای    AODو    2.5PM  یهمبستگ و جهت باد(، بر تقویت  

های یادگیری ماشین خواهد شد. استفاده از  مورد استفاده، منجر به پیچیدگی روابط و افزایش خطای الگوریتم 

یاد، ز  پارامترهای   تعداد  یریتدر انتخاب و مد  ییتواناهای تلفیقی یادگیری در چنین حالاتی، به دلیل  الگوریتم 

شاخص  زمینی و    2.5PMهای بکار رفته در برقراری همبستگی قوی بین غلظت  توصیه شده است. مجموعه داده

AOD :توسط محققان عبارتند از 

استخراج   OMIو    MODIS  ی ( که از سنسورها AODآئروسل )  ی : شامل عمق نوری اماهواره   ی هاداده )الف(  

 اند.شده
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 سرعت باد، جهت باد و بارش. ی،دما، رطوبت نسب یرهای : شامل متغیهواشناس های یستگاه ا های )ب( داده 

ارتفاع  ی،اتراکم شبکه جاده  یت،، تراکم جمع1(NDVI) یاهی: شامل شاخص پوشش گینیزم های )ج( داده 

 ها.و تعداد ساختمان

 .2SOو  CO ،3O ،NO ،2NOمانند  هاینده آلا یرسا و  2.5PMهوا: شامل غلظت  یآلودگ های )د( داده 

ها و استفاده همزمان از چند پارامتر و همچنین  مطابق با تحقیقات انجام گرفته، با توجه به حجم بالای داده 

واسطه  بین  ماش  یادگیری   های یتم الگور،  کننده  بینییش پ   یرهای و متغ  2.5PM  ینب   یرخطیغ   وجود رابطهبه دلیل  

در مسائل   وابسته  یر متغ  بینییش مستقل، که قادر به پ   یر متغ  یادی تعداد ز  یریتبرتر در انتخاب و مد  ییتوانا

گرفته  در سالیان اخیر در کانون توجه محققان قرار    هستند،  یچیده پ   مسائلحل کردن    وها  داده   یشرفته پ  یلتحل

 .اند

بین   مدل ماش  یادگیری   های یتمالگوردر  دلیلین،  به  ترکیبی  بودن،  انعطاف  یقتر،دق  ی برآوردها   های  پذیر 

، در برآورد  آموزش و برآورد  ی زمان کمتر براو صرف    گمشدههای  پردازش موازی و سرعت بالا، توجه به داده 

الگوریتم   2.5PMغلظت   از  هریک  عملکرد  به  نسبت  مناسبتری  عملکرد  اند. زمینی  داشته  تنهایی،  به   ها 

را   3سوگیری   کنند،ی م  یب( را ترکCNN2  و   RF  ،XGboost  همچونمدل )  ینکه چند  ترکیبی  های یتم الگور

داده پ  ،کاهش  افزا  هابینی یش استحکام  دریم  یشرا  و  پ  دهند  دقت  هستند.  بینییش بهبود  وجود   موثر  با 

تغییرات  و    ی ورود  ی هادر داده   یتعدم قطع   یلبه دل   ی ذات  های یت محدودها و  هنوز چالش   های اخیر،یشرفت پ

از    یش )ب  تریطولان  بینییش پ   ی هاافق   ی ها برامدل   شته و اثربخشیوجود دا  ی، در این زمینههواشناس  جوی و

 .یابدی کاهش م ،موارد( یساعت در برخ 12

 ی،ورود  ی هادر داده  ینانبه عدم اطم  توانیها بپردازد مبه آن   یدبا  ی آت  یقاتها که تحقچالش   ین از جمله ا

 ین رفع ا  ی اشاره کرد. برا  ی،چندمنبع  ی هاداده   یببه ترک   یازو ن  یو مکان   یزمان  تغییراتاز    یناش  های یچیدگی پ

تحقچالش  الگور  ید با  یندهآ  یقاتها،  توسعه  شو  تریشرفته پ  یبیترک  های یتم بر  قابلنمتمرکز  که   یریت مد  یتد 

استفاده    ین،. همچنندرا داشته باش  یطیمح  ییراتبا تغ  یقها و تطبداده   ی گمشده، پردازش حجم بالا  ی هاداده 

( یهواشناس   ی ها)مانند داده  یکمک  یرهای متغ  یفیتبالاتر، بهبود ک  یو زمان  یبا وضوح مکان  ی اماهواره   ی هااز داده 

 ین،دهد. علاوه بر ا   یش را افزا  هابینییش دقت پ  تواندی و سنجش از دور م  ینیزم  های یستگاه ا  ی ها داده   یقو تلف

  یرمس  تواندی را داشته باشند، م  ییوهواآب   ییراتبلندمدت تغ   یراتتأث  بینییش پ   ییکه توانا  ییهامدل   یطراح

 کند. یجادا یندهآ ی هاپژوهش  ی برا یدی جد

 

  

 
1 Normalized Difference Vegetation Index (NDVI) 

2 Convolutional Neural Network 

3 Bias 
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